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SARI 

 

 Penipuan merupakan fenomena yang terus eksis dalam masyarakat dengan modus operandi 

yang terus berkembang seiring perkembangan zaman. Modus operandi penipuan senantiasa 

berubah dan berkembang seiring dengan kemajuan teknologi, globalisasi, dan pergeseran 

perilaku konsumen. Dalam era digital saat ini, media sosial memiliki peran signifikan dalam 

penyebaran informasi mengenai penipuan. Twitter, sebagai salah satu platform media sosial 

yang banyak digunakan. Twitter memberikan akses mudah dan cepat terhadap informasi yang 

relevan. Oleh karena itu, penelitian tentang modus operandi penipuan yang tersebar di media 

sosial, terutama di Twitter, penting untuk dilakukan. Penelitian ini melakukan pemodelan topik 

dengan menggunakan metode Latent Dirichlet Allocation (LDA) untuk mengklasifikasikan 

dan mengidentifikasi topik-topik penipuan yang sering dibahas oleh pengguna Twitter di 

Indonesia. Dengan menerapkan pemodelan LDA, penelitian ini bertujuan untuk memahami 

lebih komprehensif mengenai topik-topik penipuan yang sering muncul di Twitter. 

Berdasarkan penelitian yang dilakukan, terdapat dua penelitian menggunakan dataset yang 

berbeda, sehingga didapatkan 10 model dengan nilai koheren sebesar 0.600753 pada iterasi 

pertama dan pada iterasi kedua dihasilkan 9 model dengan nilai koheren sebesar 0.587142. 

Kata kunci: Penipuan; Pemodelan Topik; Twitter; LDA  
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GLOSARIUM 

 

 

Coherence Score Digunakan untuk mengukur nilai suatu topik dengan melalui 

pengukuran tingkat kesamaan semantik dalam kata-kata yang terdapat 

pada topik. 

Preprocessing Tahapan untuk menghilangkan beberapa permasalahan yang dapat

 mengganggu saat pemrosesan data.  

Data scraping Teknik atau metode otomatisasi yang memungkinkan seseorang untuk 

 mengekstrak data dari sebuah website, database, aplikasi enterprise, 

 atau sistem legacy yang kemudian dapat menyimpannya ke dalam 

 sebuah file dengan format tabular atau spreadsheet.  

Topic modeling Suatu pendekatan untuk menganalisis kumpulan dokumen berbentuk 

 teks dan mengelompokkan menjadi beberapa topik. 

Gensim Sebuah library dalam bahasa pemrograman Python yang digunakan 

 untuk memodelkan dan memproses teks, terutama untuk tugas-tugas 

 pemrosesan bahasa alami (natural language processing atau NLP).  
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BAB I 

PENDAHULUAN 

 

 

1.1 Latar Belakang 

Tidak dapat dimungkiri media sosial merupakan hal yang umum digunakan oleh 

masyarakat Indonesia. Hal ini sebagaimana yang tertulis dalam “OOSGA” sebuah global 

supply chain intelligence platform yang sering melakukan survei. OOSGA melakukan survei 

terhadap pengguna media sosial aktif di Indonesia sepanjang tahun 2022. Tercatat sekitar 188,6 

juta pengguna media sosial aktif dengan tingkat pertumbuhan tahunan sebesar 12,6% pada 

tahun 2021 hingga 2022. Hal tersebut mewakili 68,9% dari total populasi yang ada di 

Indonesia. Pengguna media sosial ini menghabiskan rata-rata waktu 3,28 jam di media sosial 

(OOSGA, 2023). 

 

Gambar 1.1 Grafik Pengguna Twitter di dunia per Januari 2022 

 

Salah satu media sosial yang banyak digunakan oleh masyarakat Indonesia salah satunya 

adalah Twitter. Indonesia merupakan salah satu negara dengan pengguna Twitter terbanyak di 

dunia. Hal tersebut terbukti dengan didudukinya peringkat ke-5 oleh Indonesia, setelah negara 

Amerika, Jepang, India, dan Brazil. Jumlah negara dengan pengguna Twitter terbanyak di 

dunia ditunjukkan pada Gambar 1.1. Data tersebut berdasarkan dari laporan platform “Statista” 

sebuah platform yang berspesialisasi dalam data pasar dan konsumen. Tercatat bahwa jumlah 

pengguna Twitter di Indonesia per Januari 2022 yaitu sebanyak 18,45 juta, hal tersebut setara 

dengan 4,32% pengguna Twitter di dunia (Dixon, 2022).  

0 20 40 60 80

Negara
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Twitter merupakan media sosial berbasis utama teks. Pada Twitter orang dapat bertukar 

informasi, berinteraksi dengan orang lain, dan mengikuti perkembangan terbaru dari berbagai 

topik yang mereka minati. Peruntukan lain dari Twitter yaitu menyediakan ruang bagi 

pengguna untuk berbagi cerita dan pengalaman mereka, termasuk kasus-kasus penipuan yang 

mereka alami (Trinugraheni, 2022), (Shalihah, 2021), dan (Khatulistiwa, 2021). Kasus 

penipuan di Twitter telah menjadi perhatian serius karena dampak negatif yang 

ditimbulkannya. Individu yang menjadi korban penipuan sering mengalami kerugian finansial, 

kehilangan informasi pribadi, atau mengalami kerugian lainnya (Yuwita et al., 2022). Oleh 

karena itu, penting untuk memahami dan mengidentifikasi pola dan karakteristik kasus 

penipuan yang disebarkan di Twitter agar dapat mengembangkan strategi yang efektif untuk 

pencegahan dan perlindungan.  

Jumlah informasi mengenai penipuan yang terdapat di Twitter menjadi semakin melimpah, 

sehingga diperlukan diperlukan pendekatan yang lebih terstruktur untuk menganalisis dan 

memahami fenomena tersebut. Sebagai salah satu solusi, dilakukan pemodelan topik terhadap 

kasus-kasus penipuan yang terjadi di Twitter dalam kurun waktu tiga tahun terakhir, yakni 

tahun 2019 hingga 2022 sebagai awalan penelitian. Dengan menggunakan metode Latent 

Dirichlet Allocation (LDA), dapat mengklasifikasikan dan mengidentifikasi topik-topik 

penipuan yang paling umum dibicarakan oleh pengguna Twitter di Indonesia. Pemahaman 

yang lebih komprehensif tentang topik-topik penipuan ini dapat membantu mengantisipasi dan 

mencegah kasus-kasus penipuan yang lebih kompleks dan berpotensi merugikan banyak pihak 

di masa depan. Selain itu, hasil pemodelan topik ini dapat digunakan sebagai dasar untuk 

memperkuat upaya-upaya pencegahan penipuan yang telah dibicarakan di media sosial dan 

mengedukasi pengguna Twitter tentang cara-cara untuk mengidentifikasi penipuan yang 

muncul di platform tersebut. 

 

1.2 Rumusan Masalah 

Berdasarkan latar belakang yang telah diuraikan, maka rumusan masalahnya yaitu:  

a. Bagaimana mengimplementasikan metode Latent Dirichlet Allocation (LDA) pada 

penelitian yang dilakukan? 

b. Topik apa saja yang dimodelkan dari data Twitter selama kurun waktu 2019 hingga 

2022? 
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1.3 Batasan Masalah 

Batasan masalah pada penelitian ini yaitu:  

a. Data diambil dari cuitan atau tweet di Twitter dalam kurun waktu tiga tahun terakhir, 

yakni tahun 2019 hingga 2022 dengan menggunakan keyword “penipuan”. 

b. Data cuitan atau tweet yang diambil menggunakan bahasa Indonesia. 

c. Data yang diambil terbatas pada wilayah Indonesia. 

 

1.4 Tujuan Penelitian 

Tujuan dari penelitian ini yaitu: 

a. Memperoleh gambaran umum mengenai tweet terkait penipuan yang terjadi di 

Indonesia pada media sosial Twitter. 

b. Dapat mengklasterisasi topik informasi penipuan apa saja yang sering dibahas di 

Twitter dalam kurun waktu tiga tahun terakhir, yakni tahun 2019 hingga 2022. 

 

1.5 Manfaat Penelitian 

Manfaat dari penelitian ini yaitu:  

a. Memberikan pengetahuan kepada pembaca mengenai topic modeling menggunakan 

metode LDA terkait informasi penipuan yang tersebar di media sosial twitter di 

Indonesia. 

b. Agar pembaca dapat lebih waspada terhadap jenis-jenis penipuan yang terjadi yang 

sering dibahas di Twitter. 

 

1.6 Sistematika Penulisan 

Sistematika penulisan dalam penyusunan tugas akhir ini terdiri dari beberapa bab, yang 

mencakup gambaran dari keseluruhan masalah dan penyelesaiannya. Berikut sistematika 

penulisan yang terbagi dalam 5 bab:  

BAB I PENDAHULUAN  

Pada bab ini berisi pembahasan latar belakang masalah, rumusan masalah, batasan 

masalah, tujuan penelitian, manfaat penelitian, dan sistematika penulisan.  

BAB II LANDASAN TEORI  

Pada bab ini berisi pembahasan mengenai konsep dan prinsip dasar untuk memecahkan 

masalah yang ada di penelitian. Terdapat juga uraian tentang hasil penelitian yang pernah 
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dilakukan sebelumnya oleh peneliti lain yang memiliki kemiripan dengan  penelitian yang 

dilakukan. 

BAB III METODOLOGI PENELITIAN  

Bab ini berisi tentang tahapan penelitian yang akan dilakukan seperti pengambilan data, 

preprocessing, TF-IDF, pemodelan topik menggunakan LDA, analisis hasil, dan 

interpretasi topik.  

BAB IV HASIL DAN PEMBAHASAN 

Bab ini akan membahas tentang pengimplementasian metode dan hasilnya. 

BAB V KESIMPULAN DAN SARAN 

Bab ini merupakan bab terakhir yang akan membahas kesimpulan dan saran terhadap 

penelitian yang telah dilakukan pada tugas akhir. 
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BAB II 

LANDASAN TEORI 

 

 

2.1 Twitter 

Twitter merupakan salah satu media sosial yang digunakan untuk berkomunikasi dalam 

pesan singkat yang sering disebut cuitan atau tweets (Kompas.com, 2022). Twitter 

menggunakan gambar burung biru sebagai logo untuk melambangkan pesan-pesan atau tweets 

yang terbang dan tersebar di seluruh dunia dengan cepat, seperti burung yang terbang dengan 

cepat dan mengeluarkan cuitan (Firdausi, 2022). Cuitan “just setting up my twttr” adalah 

cuitan/tweet pertama yang diluncurkan pada 22 Maret 2006 oleh pendiri Twitter, Jack Dorsey 

yang membuat tanggal tersebut ditetapkan menjadi tanggal berdirinya Twitter (Kompas.com, 

2021). 

 Menurut Shayne (2021), jenis media sosial Twitter yaitu “Social Network” terlihat dari 

fokus Twitter dalam membantu penggunanya terhubung dengan banyak orang, membangun 

komunitas maupun grup, serta sebagai wadah penggunanya untuk berbagi ide, minat, dan 

informasi yang mereka miliki (Shayne, 2021). Santoni & Rufat (2021), menggunakan media 

sosial Twitter untuk menguji seberapa cepat pengguna Twitter dalam melaporkan kejadian 

darurat. Tujuannya adalah untuk mengevaluasi apakah Twitter dapat digunakan sebagai alat 

manajemen darurat (SMEM) melalui analisis yang dilakukan. Dengan mengandalkan 

kebiasaan pengguna Twitter yang aktif untuk memperbarui informasi yang diterima. Informasi 

tersebut bisa berupa pengalaman langsung pengguna Twitter atau informasi yang 

disebarluaskan oleh teman-teman pengguna Twitter. Menurut Polyzos & Wang, (2022), 

Twitter dapat dianggap sebagai representasi yang sangat dekat dari penyebaran informasi yang 

tersedia secara publik. Pengguna umumnya membagikan informasi yang sudah diketahui (atau 

akan diketahui oleh sebagian besar orang setelah tweet diposting). Hal tersebut membuktikan 

jika media sosial Twitter mampu menjadi sumber data untuk melakukan sebuah penelitian yang 

membutuhkan informasi yang terbaru. 

 

2.2 Text Mining 

Text Mining merupakan proses pengambilan informasi dari dokumen atau teks tidak 

terstruktur menggunakan teknik-teknik komputasi seperti pembelajaran mesin atau Machine 

Learning (ML), statistik, dan pemrosesan bahasa alami atau Natural Language Processing 
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(NLP). Tujuan dari text mining sendiri yaitu mengekstrak informasi yang berguna dari teks dan 

mengubahnya menjadi pengetahuan yang dapat digunakan untuk pengambilan keputusan. 

Proses tersebut melibatkan teknik-teknik seperti tokenisasi, stemming, dan penghapusan 

stopword untuk mengurangi kompleksitas data dan membuatnya lebih mudah untuk dianalisis. 

Setelah itu, teknik-teknik seperti klasifikasi, korelasi, dan klasterisasi dapat digunakan untuk 

mengolah data dan menghasilkan informasi yang bermanfaat (Bach et al., 2019). 

 

2.3 Topic Modeling 

Topic modeling merupakan salah satu teknik analisis data yang digunakan untuk 

mengelompokkan dokumen teks ke dalam topik atau tema tertentu. Topic modeling termasuk 

teknik text mining yang paling umum digunakan dalam pemrosesan bahasa alami atau Natural 

Language Processing (NLP) untuk mendapatkan pemahaman yang lebih mendalam tentang isi 

dokumen teks (Manthiramoorthi, 2018). Algoritma dalam topic modeling digunakan untuk 

mengelompokkan kata-kata ke dalam kelompok topik yang berbeda dan menentukan tingkat 

keanggotaan setiap dokumen dalam setiap topik. Topic modeling termasuk metode soft atau 

fuzzy clustering dalam unsupervised learning. Dalam metode soft clustering, setiap dokumen 

dapat dimiliki oleh lebih dari satu topik dengan tingkat keanggotaan yang berbeda-beda. 

Sehingga, meskipun suatu dokumen cenderung masuk ke dalam satu topik tertentu, namun 

dokumen tersebut masih dapat dimiliki oleh topik lainnya dengan tingkat keanggotaan yang 

lebih rendah (Arianto & Anuraga, 2020). 

Tujuan utama dari topic modeling adalah untuk membantu dalam mengidentifikasi pola 

dan tren yang tersembunyi dalam rangkaian kata pada kumpulan dokumen yang tidak 

terstruktur. Dengan menggunakan topic modeling, memudahkan untuk memahami topik utama 

yang dibahas dalam dokumen tersebut, serta hubungan antara topik atau tema yang berbeda di 

antara kumpulan dokumen. Selain itu, topic modeling juga dapat membantu dalam melakukan 

analisis teks, pengelompokkan dokumen, dan penyederhanaan data, sehingga memudahkan 

pemrosesan data dan pengambilan keputusan (Chilmi, 2021). 

 

2.4 Metode Topic Modeling 

Pada pengaplikasian topic modeling, dibutuhkan metode yang membantu jalannya proses 

tersebut. Penggunaan metode dapat membantu meningkatkan kualitas hasil topic modeling 

sehingga dapat digunakan untuk analisis atau pengambilan keputusan yang lebih baik. Menurut 
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Mandal (2020), Gambar 2.1 menunjukkan tiga jenis metode topic modeling yang umum 

digunakan dalam penelitian. 

 

Gambar 2. 1 Macam Metode Topic Modeling 

 

a. Latent Dirichlet Allocation (LDA) 

  LDA merupakan model probabilistik generatif yang digunakan untuk memproses 

data diskret seperti teks. Model ini merepresentasikan dokumen sebagai campuran acak 

dari topik laten (tidak terlihat). LDA merupakan model Bayesian hirarki tiga tingkat, di 

mana setiap item koleksi dimodelkan sebagai campuran terbatas dari serangkaian set 

topik, dan setiap topik dimodelkan sebagai campuran tak terbatas melalui set yang 

mendasari probabilitas topik. Dalam konteks pembuatan model teks, probabilitas topik 

memberikan representasi eksplisit dari sebuah dokumen (Suhartono, 2018). 

  LDA bekerja dengan memodelkan setiap dokumen sebagai kombinasi dari 

beberapa topik yang tidak terlihat (disebut juga sebagai distribusi topik) dan setiap topik 

sebagai distribusi probabilitas atas kata-kata yang mungkin muncul dalam topik 

tersebut. Tujuan dari LDA untuk menemukan distribusi topik yang paling mungkin di 

balik sebuah dokumen, dan distribusi kata-kata yang paling mungkin di balik setiap 

topik (ER, 2021). 

b. Latent Semantic Analysis (LSA) 

  Tujuan dari teknik analisis teks yang disebut Latent Semantic Analysis (LSA) 

adalah untuk menggunakan konteks kata-kata dalam sebuah dokumen untuk 

mengungkap ide atau subjek tersembunyi di dalamnya. Dalam pendekatan ini, 

komputer melakukan analisis pada dokumen menggunakan metode Term Frequency-

Inverse Document Frequency (TF-IDF). Statistik TF-IDF yang digunakan dalam teknik 

LSA ini dapat menghitung tingkat signifikansi sebuah kata dalam kumpulan dokumen, 

sehingga memungkinkan untuk mengidentifikasi kata-kata kunci yang paling penting 

dalam dokumen tersebut (Jayadianti et al., 2020). 

c. Probabilistic Latent Semantic Analysis (pLSA) 
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  Merupakan sebuah model probabilistik yang digunakan untuk mengganti metode 

Singular Value Decomposition (SVD) dalam Latent Semantic Analysis (LSA). PLSA 

membantu dalam mengatasi beberapa tantangan yang terkait dengan representasi dalam 

LSA. LSA menggunakan matriks Term-Frequency Inverse-Document-Frequency (TF-

IDF) untuk merepresentasikan dokumen dan term dalam bentuk numerik. Representasi 

ini kemudian diolah menggunakan metode SVD untuk mengurangi dimensi dan 

memperoleh representasi semantik yang lebih baik. Namun, SVD tidak memiliki dasar 

probabilitas yang jelas, yang menyebabkan beberapa masalah (Goyal, 2021). 

  PLSA mengatasi masalah ini dengan merepresentasikan setiap entri dalam matriks 

TF-IDF menggunakan probabilitas. Model probabilistik ini mengasumsikan bahwa 

setiap dokumen dapat dilihat sebagai distribusi probabilitas atas topik-topik tertentu, 

dan setiap topik dapat dilihat sebagai distribusi probabilitas atas term-term tertentu. 

Oleh karena itu, pLSA dapat digunakan untuk menemukan topik-topik yang paling 

relevan dalam sebuah dokumen atau koleksi dokumen (Goyal, 2021). 

 

2.5 Penelitian Terdahulu 

Dalam pembahasan ini mengambil 6 penelitian topic modeling terdahulu sebagai 

perbandingan dari setiap metode pengembangan sistem.  

Pada penelitian yang berjudul "Topic Modeling Penelitian Dosen JPTEI UNY pada 

Google Scholar Menggunakan Latent Dirichlet Allocation" yang dilakukan oleh Nurlayli & 

Nasichuddin (2019), menghadirkan analisis tentang pemodelan topik penelitian berdasarkan 

data judul publikasi beberapa dosen dari Jurusan Pendidikan Teknik Elektro dan Informatika 

Industri (JPTEI) di Universitas Negeri Yogyakarta. Data tersebut diambil dari Google Scholar 

untuk mengetahui kecenderungan penelitian yang dilakukan oleh para dosen pada suatu jurusan 

atau program studi tertentu. Dalam penelitian ini, metode Latent Dirichlet Allocation (LDA) 

digunakan untuk membantu mengidentifikasi topik-topik penelitian yang sering dibahas oleh 

para dosen di JPTEI UNY. 

Selanjutnya, Polyzos & Wang (2022) melaksanakan penelitian dengan judul "Twitter and 

Market Efficiency in Energy Markets: Evidence Using LDA Clustered Topic Extraction". 

Penelitian ini bertujuan untuk menguji dan mengukur efisiensi pasar energi dengan 

menggunakan sampel data tweet. Mereka melakukan pengumpulan topik-topik yang muncul 

pada hari-hari di mana indeks pasar energi naik dan turun menggunakan algoritma Latent 
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Dirichlet Allocation (LDA). Hasil penelitian menunjukkan adanya perbedaan topik-topik tweet 

pada hari-hari ketika indeks pasar energi mengalami kenaikan dan penurunan. 

Negara et al., (2019) juga melakukan sebuah penelitian yang berjudul "Topic Modeling 

Twitter with Latent Dirichlet Allocation Method". Tujuan penelitian ini adalah untuk 

mengetahui topik-topik yang sering dibahas di media sosial Twitter dalam empat kategori topik 

yang telah ditentukan, yaitu "Economic, Military, Sports, Technology". Penulis juga 

membandingkan dua metode, yaitu LDA dan LSI, untuk melakukan Topic Modeling guna 

mencapai hasil yang optimal. 

Selanjutnya, Rashif et al., (2021) melaksanakan penelitian dengan judul "Implementasi 

LDA untuk Pengelompokan Topik Cuitan Akun Bot Twitter bertagar #Covid-19 LDA". 

Penelitian ini bertujuan untuk mengidentifikasi berbagai topik yang dibahas oleh akun bot 

terkait penyebaran informasi dengan tagar #Covid19 di Twitter. Dalam penelitian ini, metode 

LDA digunakan sebagai alat analisis utama. 

Pada Hassan et al., (2020) melaksanakan penelitian berjudul "LSA & LDA Topic 

Modeling Classification: Comparison study on E-books". Penelitian ini membandingkan 

efektivitas dari dua pendekatan pemodelan topik yang populer, yaitu LDA dan LSA, dalam 

mengklasifikasikan dokumen teks ilmiah yang tidak terstruktur, seperti e-book. Penelitian ini 

dilakukan sebagai respons terhadap pertumbuhan pesat teknologi informasi yang menyebabkan 

meningkatnya jumlah data teks yang tidak terstruktur di perpustakaan digital. Oleh karena itu, 

dibutuhkan penelitian untuk menganalisis, mengorganisasi, dan mengklasifikasikan teks secara 

otomatis di repositori penelitian online. Pemodelan topik digunakan sebagai alat untuk 

mengklasifikasikan dokumen secara otomatis, dan penulis juga membandingkan kinerja model 

LDA dan LSA. 

Terakhir, Gupta & Patel (2021) melaksanakan penelitian dengan judul "Method of Text 

Summarization Using LSA And Sentence Based Topic Modeling with Bert". Penelitian ini 

membahas tugas penting dalam bidang Natural Language Processing (NLP), yaitu meringkas 

dokumen dan pemodelan topik. Tujuan utamanya adalah untuk membuat ringkasan singkat dan 

padat dari data teks yang panjang, tetapi tetap mengandung informasi yang relevan dalam 

dokumen. Dalam penelitian ini, metode LSA digunakan sebagai alat untuk mengekstrak topik 

yang relevan dari dokumen teks. 

Tabel 2.1 menujukkan perbandingan metode yang dimiliki penelitian terdahulu yang 

telah disebutkan. 
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Tabel 2.1 Perbandingan Metode 

Penulis, Tahun Metode Keterangan 

1. (Nurlayli & 

Nasichuddin, 

2019) 

2. (Polyzos & Wang, 

2022) 

3. (Negara et al., 

2019) 

4. (Rashif et al., 

2021) 

LDA • Tujuan penelitian ini yaitu mengimplementasikan 

pemodelan topik pada judul publikasi JPTEIUNY di Google 

Scholar. Latent Dirichlet Allocation (LDA) digunakan 

sebagai metode. Hasil yang diperoleh bahwa dosen JPTEI-

UNY biasanya memiliki judul penelitian tentang pendidikan 

vokasi, pengembangan sistem, media pembelajaran, dan 

sistem pembelajaran di SMK. 

• Penelitian ini menggunakan sampel tweet pasar energi yang 

untuk mempelajari dan mengukur efisiensi pasar. 

Menggunakan LDA sebagai motode untuk membantu 

menguraikan hari-hari kenaikan dan penurunan topik untuk 

menemukan bahwa topik tweet pada hari-hari kenaikan dan 

penurunan berbeda satu sama lain. Hasil dari 

pengklasifikasian menemukan bahwa pengklasifikasi 

memberikan prakiraan pergerakan pasar dengan akurasi 

57,83% (39,02%) di pasar bull (bear).  

• Penelitian ini membandingkan dua metode (LDA & LSI) 

sebagai metode yang membantu jalannya proses Topic 

Modeling terhadap 4 topik (Economic, Military, Sports, 

Technology) yang sering dibahas di Twitter. Hasil dari 

penelitian ini menunjukan menggunakan metode LDA lebih 

optimal daripada metode LSI terlihat dari akurasi yang 

didapat untuk topik “sport” dari 1260 tweet yang memiliki 

akurasi 98%. 

• Penelitian ini melakukan analisis pada 162 tweet dari 62 

akun bot Twitter. Menggunakan metode LDA dan 

menemukan hasil lima topik teratas antara lain tentang 

kondisi dan dampak pandemic saat ini, himbauan untuk 

menjaga jarak agar Kesehatan tetap terjaga, perkembangan 

penyebaran Covid-19 yang ada di Indonesia, vaksinisasi 

yang terjadi di beberapa wilayah di Indoneisa, dan cara 

menghadapi Covid-19. 
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5. (Hassan et al., 

2020) 

6. (Gupta & Patel, 

2021) 

LSA • Penelitian ini untuk mengklasifikasikan teks secara otomatis 

dalam repositori e-research dengan menggunakan dataset 

yang terdiri dari (300) buku berisi sekitar 23 juta kata 

berdasarkan teks lengkap. Menggunakan model LSA dan 

LDA. Menunjukkan hasil bahwa LDA dengan nilai 

koherensi (0.593179) memiliki hasil yang lebih baik dari 

LSA dengan nilai koherensi (0.55777302) dengan jumlah 10 

topik. 

• Penelitian ini melakukan document summarization. 

Terdapat tahapan topic modeling menggunakan model LSA 

menggunakan SVD terpotong yang mengekstrak semua 

topik yang relevan dari teks.  

 

Pada penelitian yang menggunakan metode PLSA untuk pemodelan topik jarang 

digunakan, dikarenakan metode PLSA memiliki kompleksitas komputasi yang berpotensi 

tinggi, cenderung mengalami overfitting, dan bukan model generative yang terdefinisi dengan 

baik untuk dokumen baru (Goyal, 2021). Berdasarkan hasil perbandingan yang dilakukan, 

penelitian ini akan menggunakan metode Latent Dirichlet Allocation (LDA). Metode LDA 

dinilai tepat dalam meningkatkan kualitas hasil topic modeling dikarenakan model ini 

merupakan model yang paling sesuai dengan penelitian yang akan dilakukan dikarenakan 

model ini dapat menemukan topik tersembunyi dalam dokumen dan menganalisis data teks. 

 

2.6 Latent Dirichlet Allocation (LDA) 

LDA atau Latent Dirichlet Allocation merupakan teknik unsupervised clustering yang 

digunakan untuk analisis teks. LDA merupakan jenis model topik di mana kata-kata 

direpresentasikan sebagai topik dan dokumen direpresentasikan sebagai koleksi topik kata-

kata. Dengan menggunakan LDA, kita dapat menemukan topik tersembunyi dalam dokumen 

dan menganalisis data teks secara lebih efisien dan efektif (Zvornicanin, 2022). 
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Gambar 2. 2 Konsep LDA 

(Sumber: https://socs.binus.ac.id/2018/11/29/latent-dirichlet-allocation-lda/ ) 

 

Cara kerja dari model LDA seperti telihat pada Gambar 2.2 di mana dapat diasumsikan 

topik telah dispesifikasikan sebelum didapatkan dokumen pada gambar tersebut merupakan 

deretan topik yang ada di sebelah kiri. 

Untuk setiap dokumen di dalam koleksi dilakukan: 

1. Secara acak dipilih distribusi atas topik (pada gambar ditunjukkan sebagai grafik 

distribusi topik di sebelah kanan). 

2. Untuk setiap kata di dalam dokumen: 

• Secara acak dipilih sebuah topik dari distribusi atas topik, pada langkah 1 

(pada gambar ditunjukkan pada hubungan grafik dengan lingkaran). 

• Secara acak dipilih distribusi sebuah kata dari distribusi yang sesuai, atas 

kosakata. (pada  gambar ditunjukkan dengan cara memilih warna pada 

lingkaran) 

 

Gambar 2. 3 Model Grafis LDA. 

(Sumber : https://socs.binus.ac.id/2018/11/29/latent-dirichlet-allocation-lda/ ) 
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LDA digambarkan dengan model grafis menggunakan plate notation seperti Gambar 2.4, 

yang di mana:  

• β merupakan dirichlet parameter atas distribusi kata terhadap topik 

• φ merupakan distribusi kata terhadap topik dalam corpus 

• K merupakan kumpulan topik 

• W merupakan kata 

• N merupakan kumpulan kata 

• M merupakan kumpulan dokumen  

• Z merupakan topik index assignment  

• θ merupakan dokumen, dan  

• α merupakan dirichlet parameter atas distribusi topik terhadap dokumen 

(Zvornicanin, 2022) 

LDA dirumuskan sebagai berikut: 

 

p(w,z,θ,φ|α,β)	=	p(φ|β)p(θ|α)p(z|θ)p(w|φk)	
(2.1) 

 

Pada implementasinya LDA tidak dapat diterapkan karena variabel Z, θ, dan φ yang 

tersembunyi atau tidak diketahui dan juga untuk mencari asosiasi antara z dan w sulit karena 

satu kata dapat mengandung 2 topik atau lebih, dan ketika mencoba untuk mengestimasi 

p(Z|W) dapat menghasilkan: 

 

!(#⃗	|'((⃗ ) = 	!(#⃗, '((⃗ )!	('((⃗ 	) = 	
∏ !(#-, '-)!
"#$

∏ ∑ !(#- = /,'-)%
&#$

!
"#$

 (2.2) 

 

2.7 Preprocessing 

Preprocessing merupakan suatu proses awal sebelum melakukan analisis data agar data 

yang akan diolah menjadi terorganisir. Tujuan dari tahapan ini yaitu menghilangkan atau 

menghapus data yang tidak relevan sehingga proses selanjutnya akan berjalan lebih efektif dan 

efisien. Preprocessing memiliki beberapa tahapan di antaranya yaitu remove punctuation, case 

folding, tokenizing, dan stopwords (Chilmi, 2021). 
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2.7.1 Remove Punctuation  

Tahap pertama yang dilakukan yaitu remove punctuation yang merupakan proses 

menghilangkan karakter yang tidak diperlukan seperti angka, tanda baca, link/tag, karakter 

special (%, $, &, etc). Tujuan dari dilakukannya remove punctuation yaitu untuk 

membersihkan teks dari elemen-elemen yang tidak relevan atau tidak diperlukan sehingga 

mempermudah analisis atau pemrosesan selanjutnya (Chilmi, 2021). 

 

2.7.2 Case Folding 

Tahap selanjutnya yaitu case folding, tahapan ini akan mengubah karakter dari huruf 

yang ada dalam data. Karakter akan diubah dari huruf besar menjadi huruf kecil. Tujuan dari 

tahap ini untuk menghindari pembacaan kata yang sama tetapi dianggap berbeda karena 

perbedaan huruf besar dan kecil (Chilmi, 2021). 

 

2.7.3 Tokenizing 

Tahap terakhir dari preprocessing yaitu tokenizing. Tokenizing atau tokenisasi 

merupakan proses memisahkan teks menjadi unit-unit yang lebih kecil disebut “token”. 

Tujuannya yaitu memudahkan proses perhitungan kata hingga transformasi data (Chilmi, 

2021). 

 

2.7.4 Stopwords 

Tahap selanjutnya yang dilakukan yaitu stopwords. Dalam tahap ini, akan dibuat stoplist 

yang berisikan daftar kata-kata yang tidak relevan atau tidak penting. Tujuan tahap ini untuk 

memproses kata-kata tidak penting dan kata-kata yang tersisa akan dianggap sebagai kata-kata 

penting atau keywords (Chilmi, 2021). 

 

2.8 Term Frequency-Invers Document Frequency (TF-IDF) 

Term Frequency-Invers Document Frequency atau TF-IDF merupakan sebuah metode 

yang digunakan untuk menghitung frekuensi sebuah kata di dalam suatu artikel, dokumen, dan 

frekuensi dari banyak dokumen. Tujuan dari TF-IDF untuk menentukan bobot suatu kata di 

dalam satu atau banyak dokumen (Sasmita & Falani, 2018). 

Rumus TF-IDF akan dijelaskan sebagai berikut (Sasmita & Falani, 2018) : 
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01-2',) =	 01',) ∙ 	 -2*' 
(2.3) 

 

Keterangan: 

tfidt, d = bobot kata 

tft, d = term frequency 

idft = inverse document frequency 

 

2.8.1 Term Frequency (TF) 

Term Frequency (TF) merupakan jumlah munculnya sebuah kata di dalam dokumen. 

Rumus dari TF ditunjukkan pada persamaan (2.4): 

01',) =	 4log 1',) + 		10 	 Jika	1',) > 0
																			Jika	kata	tidak	muncul		 (2.4) 

 

Keterangan  

t = jumlah kata 

d = dokumen 

tft, d = Term Frequency 

ft, d = total kata yang ada dalam dokumen 

(Sasmita & Falani, 2018) 

 

2.8.2 Inverse Document Frequency (IDF) 

Inverse Document Frequency merupakan nilai untuk menentukan seberapa penting 

sebuah kata. Kata yang sering muncul akan dianggap sebagai kata yang kurang penting oleh 

IDF. Rumus dari IDF yaitu: 

-21' = log FF'
 (2.5) 

Keterangan 

Idft = Inverse Document Frequency 

N = Jumlah Dokumen 

Nt = Jumlah dokumen yang berisi kata t 

(Sasmita & Falani, 2018) 
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2.9  Coherence Score 

Coherence Score merupakan metrik yang digunakan untuk menilai seberapa baik sebuah 

model dalam menghasilkan topik-topik yang terkait, di mana model yang unggul akan 

menghasilkan topik dengan coherence score yang tinggi (Narendra, 2022). Nilai coherence 

score lebih dari nol menandakan bahwa topik tersebut layak dipertimbangkan untuk digunakan 

(Zvornicanin, 2023). 

 

2.10  Python 

Perusahaan besar dan pengembang sering menggunakan Python, bahasa pemrograman, 

untuk membuat berbagai aplikasi desktop, online, dan seluler. Nama Python, yang berasal dari 

Sirkus Terbang Monty Python, ditemukan oleh Guido van Rossum di Belanda pada tahun 1990. 

Python diciptakan oleh Van Rossum sebagai hobi, dan sebagai hasil dari sintaksisnya yang 

mudah dipahami dan pustaka yang besar, sekarang telah mendapatkan popularitas baik di 

industri maupun pendidikan (Clinton & Sengkey, 2019). 

Penggunaan Python dalam machine learning sering dipilih dikarenakan Python 

merupakan bahasa pemrograman yang mudah dipelajari. Python juga menyediakan banyak 

library yang memudahkan programmer data scientist untuk menyelesaikan permasalahan yang 

rumit dengan waktu yang singkat. Contoh library yang disediakan oleh Python di antaranya 

Tensorflow untuk machine learning, spaCy untuk natural language processing, NumPy untuk 

computational science, OpenCV untuk computer vision, dan masih banyak lagi (Nursyafitri, 

2022). 

 

2.11  Anaconda 

Anaconda merupakan sebuah platform bahasa pemrograman Python dan R 

didistribusikan bersama dalam sebuah paket yang disebut Anaconda, yang juga mencakup 

sejumlah paket lain untuk pemrograman ilmu data dan komputasi ilmiah, termasuk untuk data 

science, machine learning, data processing skala besar, analisis prediktif, matematika, dan 

rekayasa. Banyak pustaka dan paket pra-instal tersedia dengan Anaconda. NumPy, SciPy, 

Pandas, Scikit-Learn, nltk, dan Jupiter merupakan beberapa di antaranya. Sementara Python 

menawarkan pip sebagai manajer paket, Anaconda menawarkan conda sebagai alternatif 

pengelolaan paket. Ketergantungan Python dapat diinstal dengan Pip. Penginstallan 

dependensi library Python dan non-Python dimungkinkan dengan Anaconda (Ulfa, 2022). 
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2.12  Jupyter Notebook 

Jupyter Notebook merupakan aplikasi web sumber terbuka yang memungkinkan untuk 

membuat dan berbagi dokumen yang berisi kode langsung, persamaan, visualisasi, dan teks 

naratif. Penggunaannya meliputi data cleaning and transformation, numerical simulation, 

statistical modelling, data visualization, machine learning, dan  masih banyak lagi (Pryke, 

2020). 

 

2.13  Docker 

Docker yaitu sebuah aplikasi atau platform yang digunakan untuk menggabungkan 

berkas perangkat lunak yang akan diuji ke dalam sebuah wadah atau container. Dengan 

demikian, proses pengembangan menjadi lebih mudah dilakukan karena semua berkas yang 

diperlukan sudah terkumpul dalam satu wadah atau container tersebut (Yuliana W, 2023). 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



18 

 

 

 

 

 

 

BAB III 

METODOLOGI PENELITIAN 

 

 

3.1 Tahapan Penelitian  

Tahapan penelitian yang akan dilakukan memiliki tujuh tahapan, sebagaimana yang 

ditunjukkan pada Gambar 3.1. 

 

Gambar 3.1 Alur Penelitian 

 

Tahapan penelitian pertama dimulai dengan melakukan studi literatur mengenai topic 

modeling yang dilakukan oleh penelitian terdahulu lalu membandingkan tiap metode yang 

digunakan sebagai pertimbangan metode mana yang akan digunakan. Selanjutnya dilakukan 

proses pengumpulan data tweet dari Twitter dalam format csv yang digunakan sebagai data 

yang akan diolah. Setelah data tweet berhasil terkumpul akan dilakukan preprocessing yang 

berisi cleaning dan pra-process data, termasuk menghilangkan karakter yang tidak diperlukan, 

mengubah huruf menjadi huruf kecil, menghapus kata-kata umum (stopwords), tokenisasi, 

mengubah teks menjadi matriks frekuensi kata atau frekuensi kata-dokumen terbalik (TF-IDF). 

Selanjutnya setelah data dibersihkan melalui proses preprocessing, dilakukan pembobotan 

menggunakan TF-IDF yang digunakan untuk mengukur pentingnya suatu kata dalam dokumen 

atau korpus berdasarkan frekuensi kata dalam dokumen tersebut (TF) dan seberapa umum kata 

tersebut dalam seluruh korpus (IDF). Setelah menemukan bobot kata, lalu dilakukannya 

pemodelan topik menggunakan LDA. LDA merupakan sebuah model probabilistik yang 

digunakan untuk mengidentifikasi topik-topik yang tersembunyi dalam sebuah korpus 
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dokumen. Setelah melakukan pemodelan topik menggunakan LDA, dilakukan analisis hasil 

untuk mengetahui apakah kata yang didapat dari model tersebut sesuai dengan hasil yang 

diinginkan. Jika tidak, akan kembali ke proses preprocessing untuk membersihkan kata yang 

tidak perlu. Kemudian, pada tahap terakhir, jika model telah sesuai, akan dilakukan interpretasi 

topik dengan mengevaluasi kata-kata teratas yang terkait dengan setiap topik dan mencoba 

memahami topik-topik tersebut. Hal ini penting untuk memperoleh pemahaman yang lebih 

baik tentang konten dan makna yang terkandung dalam setiap topik. 

 

3.2 Pengumpulan Data 

Pengumpulan data dilakukan dengan cara scraping Twitter menggunakan Twint yang 

merupakan sebuah library yang digunakan untuk melakukan data scraping dari Twitter, yang 

dapat dijalankan melalui bahasa pemrograman Python. Dalam ekosistem Python, Twint 

merupakan salah satu library populer yang digunakan untuk tujuan data scraping Twitter. 

Twint menyediakan antarmuka baris perintah (command-line interface) yang dapat diakses 

melalui terminal, dan juga dapat digunakan sebagai modul dalam program Python. Twint dapat 

digunakan untuk mengambil berbagai jenis data Twitter, seperti tweet, metadata pengguna, 

gambar, dan video, dengan beberapa pilihan filter dan opsi pengaturan. Untuk melakukan 

pengumpulan data, dibutuhkan software yang mendukung seperti: 

a. Python 3.9 

b. Docker 

c. Twint library 

d. Terminal 

Untuk penelitian ini data diambil dalam kurun waktu tiga tahun terakhir, yakni tahun 2019 

hingga 2022 dengan kata kunci “penipuan” sebagai query. Pada tahap pengambilan data, 

dialankan perintah di terminal dengan bantuan software Docker untuk meminimalisir adanya 

kesalahaan ketika melakukan data scraping. Lalu data akan tersimpan dalam bentuk csv pada 

folder yang sudah ditetapkan sebelumnya. 

 

3.3 Preprocessing 

Preprocessing data merupakan langkah penting dalam analisis teks yang bertujuan untuk 

membersihkan dan mempersiapkan data teks sebelum diolah lebih lanjut. Beberapa langkah 

yang dapat dilakukan dalam preprocessing dapat dilihat pada Gambar 3.2. 
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Gambar 3.2 Tahapan Preprocessing 

 

Preprocessing dilakukan untuk mencegah kehilangan nilai data, kelebihan data, dan 

ketidakkonsistenan data. Pada penelitian ini, beberapa tahap preprocessing yang akan 

dilakukan seperti:  

a. Remove Punctuation  

  Proses menghapus tanda baca dari teks. Tanda baca seperti koma, titik, tanda 

tanya, tanda seru, dan lainnya dianggap tidak memberikan informasi penting dalam 

analisis teks, sehingga dihapus agar tidak mempengaruhi hasil analisis. 

b. Case Folding 

  Case Folding merupakan proses mengubah seluruh huruf dalam teks menjadi 

huruf kecil atau huruf besar, sehingga perbedaan kapitalisasi tidak lagi menjadi 

masalah dalam analisis teks. Dalam beberapa kasus, istilah ini juga disebut sebagai 

case normalization. 

c. Tokenizing 

  Proses memisahkan teks menjadi token atau bagian-bagian yang lebih kecil seperti 

kata, frasa, atau kalimat. Tujuan dari tokenizing untuk mempermudah pengolahan teks 

lebih lanjut, seperti penerapan analisis statistik atau pemodelan bahasa. 

d. Stopwords 

  Stopwords sendiri merupakan kata-kata yang umum digunakan dalam bahasa 

tertentu dan tidak memiliki makna khusus seperti "ada", "di", "yang", "pada", “untuk” 

“aku”, “kamu”, dan kata lainya. Stopwords biasanya dihapus dari teks karena tidak 

membawa informasi yang signifikan dalam analisis teks.  

 



21 

 

3.4 TF-IDF 

TF-IDF (Term Frequency-Inverse Document Frequency) merupakan proses dalam 

pengolahan teks yang digunakan untuk mengevaluasi pentingnya sebuah kata kunci dalam 

sebuah dokumen atau korpus teks. Metode ini sering digunakan dalam analisis teks dan 

pemrosesan bahasa alami. Proses TF-IDF melibatkan dua konsep utama yaitu frekuensi kata 

(term frequency) dan frekuensi dokumen terbalik (inverse document frequency). 

Term Frequency (TF) mengukur seberapa sering sebuah kata kunci muncul dalam sebuah 

dokumen. Tujuannya untuk memberikan bobot yang lebih tinggi pada kata-kata yang muncul 

lebih sering, karena kata-kata tersebut cenderung memiliki tingkat penting yang lebih tinggi 

dalam konteks dokumen tersebut. 

Inverse Document Frequency (IDF) mengukur seberapa umum kata kunci tersebut muncul 

di seluruh dokumen dalam korpus teks. Tujuannya untuk memberikan bobot yang lebih tinggi 

pada kata-kata yang muncul lebih jarang di seluruh korpus teks, karena kata-kata tersebut 

cenderung memiliki tingkat keunikan yang lebih tinggi dan kemungkinan tingkat penting yang 

lebih tinggi. 

Dalam proses TF-IDF, nilai TF dan IDF dikombinasikan untuk memberikan skor pada 

kata kunci dalam dokumen tertentu. Semakin tinggi skor TF-IDF suatu kata kunci dalam 

sebuah dokumen, semakin penting kata kunci tersebut dalam konteks dokumen tersebut. Proses 

TF-IDF sering digunakan dalam berbagai aplikasi pemrosesan bahasa alami, seperti 

pengindeksan dan pencarian dokumen, analisis sentimen, klasifikasi teks, dan rekomendasi 

berbasis teks. 

 

3.5 Pemodelan Topik Menggunakan LDA 

Setelah melakukan pembobotan menggunakan TF-IDF menggunakan algoritma LDA 

untuk memodelkan topik-topik yang ada dalam koleksi dokumen. LDA atau Latent Dirichlet 

Allocation merupakan metode yang digunakan dalam analisis teks untuk mengidentifikasi dan 

mengelompokkan topik-topik yang tersembunyi dalam suatu koleksi dokumen. Dalam proses 

ini, setiap dokumen dianggap sebagai kombinasi dari beberapa topik yang tersembunyi. LDA 

beroperasi dengan asumsi bahwa setiap kata dalam dokumen berasal dari salah satu topik yang 

ada. 
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3.5.1 Pemilihan Jumlah Topik Yang Diuji 

Dalam proses pemilihan jumlah topik yang akan diuji, langkah awalnya dengan menguji 

10 topik pertama. Jika hasil yang diperoleh sesuai, yakni terkait dengan topik-topik yang 

relevan, maka langkah selanjutnya akan didasarkan pada hasil yang telah diperoleh tersebut. 

 

3.6 Analisis Hasil 

Pada tahap ini, setelah mendapatkan topik yang diinginkan. Dilakukan analisis hasil 

dengan mengamati topik yang didapat, apakah topik yang terpilih sudah sesuai dengan hasil 

yang diinginkan atau masih memerlukan penyesuaian lebih lanjut. 

 

3.7 Interpretasi Topik  

Interpretasi topik dalam konteks pemodelan topik menggunakan LDA melibatkan 

pemahaman dan penafsiran terhadap distribusi probabilitas kata-kata dalam setiap topik yang 

dihasilkan oleh model. 
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BAB IV 

HASIL DAN PEMBAHASAN 

 

 

4.1 Pengumpulan Data  

Data yang digunakan pada penelitian ini yaitu mengenai kasus penipuan yang disebarkan 

pada media sosial Twitter. Data yang dikumpulkan dari hasil data scraping melalui Twitter 

dalam kurun waktu tiga tahun terakhir yaitu 2019 hingga 2022 dengan kata kunci “penipuan”. 

Tahapan ini melibatkan library Python yaitu Twint dan menggunakan software Docker untuk 

meminimalisir adanya kesalahaan ketika melakukan scraping data. Hal yang perlu dilakukan 

sebelum melakukan pengumpulan data yaitu melakukan proses instalasi software Docker 

melalui link berikut https://docs.docker.com/desktop/install/mac-install. Setelah instalisasi 

berhasil dilakukan dan Docker siap digunakan, peneliti membuat file dengan nama Dockerfile 

dengan isi seperti pada Gambar 4.1. Dockerfile merupakan file teks yang berisi serangkaian 

instruksi untuk mengautomatisasi proses pembuatan container Docker. Di dalam file tersebut 

berisi Python 3.6 dan paket Twint (dari repositori yang telah diunduh).  

FROM python:3.6-buster 
 
WORKDIR /app 
 
RUN git clone --depth=1 https://github.com/woluxwolu/twint 
RUN pip install git+https://github.com/woluxwolu/twint.git 
 
CMD /bin/bash 

Gambar 4.1 Isi Dockerfile 

 

Penelitian ini menggunakan library Python Twint dan bantuan software Docker untuk 

mendapatkan data Twitter yang diinginkan. Proses pengambilan dataset berdasarkan keyword 

yang ditulis beserta rentang waktu yang diinginkan. Perintah pada Gambar 4.1 dijalankan 

ketika terminal dibuka saat sedang berada di dalam folder di mana Dockerfile disimpan.  
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Gambar 4.2 Perintah menuju pengambilan data 

 

Gambar 4.2 memperlihatkan proses yang harus dilalui untuk akhirnya peneliti dapat 

melakukan data scraping menggunakan library Twint sampai dengan terlihatnya tanda 

“FINISHED”, yang menandakan peneliti dapat melanjutkan ke tahap pengambilan data. 

Peneliti melakukan perintah seperti pada Gambar 4.3 untuk mendapatkan data Twitter dengan 

keyword “penipuan” dalam rentang waktu 1 Januari 2019 hingga 31 Desember 2022 dan data 

yang didapat disimpan dalam format csv. 

twint –search “penipuan” –-since 2019-01-01 –until 2022-12-31 –csv –output 
1922.csv 

Gambar 4.3 Perintah pengambilan data Twitter 

 

Contoh hasil dari implementasi pengambilan dataset menggunakan library Python Twint 

dapat dilihat pada Gambar 4.4. Dapat dilihat bahwa data tersebut terlihat berantakan, seperti 

tidak konsistennya ukuran huruf tiap kata, terdapat karakter yang tidak perlu, dan kata-kata 

yang tidak digunakan, maka dari itu, diperlukan tahap preprocessing. 

 

Gambar 4.4 Contoh sampling yang diproleh 
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4.2 Implementasi Preprocessing 

Preprocessing dilakukan untuk mencegah kehilangan nilai data, kelebihan data, dan 

ketidakkonsistenan pada data yang telah discraping. Hasil data scraping yang diambil masih 

banyak yang tidak konsisten seperti penulisan yang tidak baku, terdapat teks disingkat, dan 

teks yang memiliki simbol yang tidak dibutuhkan. Oleh karena itu, dilakukannya tahapan 

preprocessing agar teks lebih konsisten. Pada Tabel 4.1 menunjukkan contoh tweet dari data 

yang didapat untuk dilanjutkan ke dalam tahap preprocessing. 

 

Tabel 4.1 Data hasil scrapping data Twitter 

Kueri Tweet 

“penipuan” hampir aja gue ditipu", ngaku dari Bank BCA. pas di usut, eeh taunya cuma modus 

penipuan buat minta data perbankan.   Untung langsung gue 

#TolakDenganAnggun pas si penipu tlp, gue pura2 gak denger aja�ü§£ Nah," 

kalian jg harus kenali modus penipuan lainnya di  https://t.co/dHh60H4bpF 

 

4.2.1 Remove Punctuation 

Untuk tahapan pertama preprocessing pada penelitian ini yaitu remove punction, pada 

tahapan ini dilakukan untuk membersihkan data yang tidak diperlukan seperti menghapus nilai-

nilai yang hilang, data yang duplikat, URL, mention (@), hashtag (#), karakter khusus atau 

non-alpanumeric, karakter non-ASCII, dan duplikat karakter. Pada Gambar 4.5 

memperlihatkan implementasi remove punction dan pada Tabel 4.2 menunjukkan contoh hasil 

implementasi dari remove punction. 

# Handle missing values               (1) 
df.dropna(inplace=True)               (2) 
                     (3) 
# Remove duplicates                (4) 
df.drop_duplicates(inplace=True)            (5) 
                     (6) 
# Text cleaning                 (7) 
def clean_text(text):               (8) 
    text = re.sub(r'http\S+', '', text) # remove URLs     (9) 
    text = re.sub(r'@\S+', '', text) # remove mentions     (10) 
    text = re.sub(r'#\S+', '', text) # remove hashtags     (11) 
    text = re.sub(r'[^\w\s]', '', text) # remove special characters (12) 
    text = re.sub(r'[^\x00-\x7f]',r'', text)         (13) 
    text = re.sub(r'(\w)\1+', r'\1', text)         (14) 
    return text.strip().lower()            (15) 
                     (17) 
df["tweet"] = df["tweet"].apply(lambda x: clean_text(x))     (18) 
                     (19) 
# Tokenizing tweets                (20) 
df["tweet"] = df["tweet"].apply(lambda x: nltk.tokenize.word_tokenize(x)) 
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Gambar 4.5 Contoh kode program remove punctuation dan case folding 

 

Tabel 4.2 Contoh tweet setelah dilakukan remove punctuation 

Kueri Tweet Hasil 

“penipuan” hampir aja gue ditipu", ngaku dari Bank BCA. 

pas di usut, eeh taunya cuma modus penipuan 

buat minta data perbankan.   Untung langsung 

gue #TolakDenganAnggun pas si penipu tlp, 

gue pura2 gak denger aja�ü§£ Nah," kalian jg 

harus kenali modus penipuan lainnya di  

https://t.co/dHh60H4bpF 

hampir aja gue ditipu ngaku dari Bank 

BCA pas di usut eh taunya cuma modus 

penipuan buat minta data perbankan   

Untung langsung gue  pas si penipu tlp 

gue pura2 gak denger aja Nah kalian jg 

harus kenali modus penipuan lainya di  

 

4.2.2 Case Folding  

Tahapan kedua pada preprocessing penelitian ini yaitu case folding yang bertujuan untuk 

menyeragamkan semua huruf menjadi huruf kecil. Implementasi proses case folding 

menggunakan method Python yaitu lower(). Hal tersebut dapat dilihat pada Gambar 4.5 baris 

ke 15. Hasil dari implementasi case folding ditunjukkan ada Tabel 4.3. 

 

Tabel 4.3 Contoh tweet setelah case folding 

Kueri Tweet Hasil 

“penipuan” hampir aja gue ditipu ngaku dari Bank BCA 

pas di usut eh taunya cuma modus penipuan 

buat minta data perbankan   Untung langsung 

gue  pas si penipu tlp gue pura2 gak denger aja 

Nah kalian jg harus kenali modus penipuan 

lainya di 

hampir aja gue ditipu ngaku dari bank 

bca pas di usut eh taunya cuma modus 

penipuan buat minta data perbankan   

untung langsung gue  pas si penipu tlp 

gue pura2 gak denger aja nah kalian jg 

harus kenali modus penipuan lainya di 

 

4.2.3 Tokenizing 

Tahapan ketiga yaitu tokenizing yang merupakan proses memecah sebuah teks atau 

dokumen menjadi unit-unit terkecil yang disebut "token". Token dapat berupa kata-kata, frasa, 

atau karakter terpisah, tergantung pada tingkat detail yang diinginkan. Pada Gambar 4.6 

memperlihatkan implementasi dari tokenizing. Kode yang berfungsi untuk mengaplikasikan 

pemisahan kata (tokenisasi) pada setiap tweet dalam kolom "tweet" DataFrame ‘df’ 

menggunakan nltk.tokenize.word_tokenize() dan menyimpan hasilnya kembali ke kolom 

"tweet". Tabel 4.4 memperlihatkan hasil dari implementasi tokenizing.  
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# Tokenizing tweets 
df["tweet"] = df["tweet"].apply(lambda x: nltk.tokenize.word_tokenize(x)) 

Gambar 4.6 Kode Program Tokenizing 

 

Tabel 4.4 Contoh tweet setelah dilakukan tokenizing 

Kueri Tweet Hasil 

“penipuan” hampir aja gue ditipu ngaku dari bank bca pas 

di usut eh taunya cuma modus penipuan buat 

minta data perbankan   untung langsung gue  

pas si penipu tlp gue pura2 gak denger aja nah 

kalian jg harus kenali modus penipuan lainya di 

['hampir', 'aja', 'gue', 'ditipu', 'ngaku', 

'dari', 'bank', 'bca', 'pas', 'di', 'usut', 'eh', 

'taunya', 'cuma', 'modus', 'penipuan', 

'buat', 'minta', 'data', 'perbankan', 

'untung', 'langsung', 'gue', 'pas', 'si', 

'penipu', 'tlp', 'gue', 'pura2', 'gak', 

'denger', 'aja', 'nah', 'kalian', 'jg', 'harus', 

'kenali', 'modus', 'penipuan', 'lainya', 

'di'] 

 

4.2.4 Stopwords  

Stopwords merupakan kata-kata umum yang digunakan dalam bahasa tertentu dan 

biasanya tidak memiliki makna khusus dalam analisis teks. Penghapusan stopwords dapat 

membantu mengurangi ukuran dan kompleksitas data, meningkatkan efisiensi pemrosesan, 

serta membantu dalam penekanan pada kata-kata yang lebih informatif dan relevan.  Pada 

penelitian ini stopwords yang digunakan terdapat pada link berikut 

https://drive.google.com/drive/folders/1cJqHNSF1GnWDH0x-

nr9yvEjRVNO_1wDT?usp=share_link. Stopwords yang digunakan berasal dari 

https://github.com/datascienceid/stopwords-bahasa-

indonesia/blob/master/stopwords_id_satya.txt yang memiliki 357 kata lalu penulis 

menambahkan hingga menjadi 1637 kata stopwords setelah dilakukannya pengujian model 

sebanyak 11 kali. Penulis menambahkan beberapa kata seperti “papa”, “katakata”, “mama”,  

“ade”, “kaka”, “istri” dan lain sebagainya yang penulis telah lampirkan pada bab lampiran. 

Dilakukannya pengujian model berulang dengan menambahkan kata pada stopwords untuk 

mendapatkan hasil yang maksimal dalam melakukan pemodelan topik. Gambar 4.7 

menunjukkan implementasi dari stopwords dan Tabel 4.5 menunjukkan hasil dari 

implementasi stopwords. 

# Remove stopwords from tweets 
stop_words_file = 's1922_11.txt' 
with open(stop_words_file, 'r', encoding='utf-8') as file: 
    stop_words = file.read().splitlines() 
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df["tweet"] = df["tweet"].apply(lambda x: [word for word in x if word not in 
stop_words]) 

Gambar 4.7 Kode Program Stopwords 

 

Tabel 4.5 Contoh tweet setelah dilakukan stopwords 

Kueri Tweet Hasil 

“penipuan” ['hampir', 'aja', 'gue', 'ditipu', 'ngaku', 'dari', 

'bank', 'bca', 'pas', 'di', 'usut', 'eh', 'taunya', 

'cuma', 'modus', 'penipuan', 'buat', 'minta', 'data', 

'perbankan', 'untung', 'langsung', 'gue', 'pas', 'si', 

'penipu', 'tlp', 'gue', 'pura2', 'gak', 'denger', 'aja', 

'nah', 'kalian', 'jg', 'harus', 'kenali', 'modus', 

'penipuan', 'lainya', 'di'] 

['bank', 'bca', 'usut', 'modus', 'data', 

'perbankan', 'kenali', 'modus'] 

 

4.3 Pembobotan 

Setelah dilakukannya preprocessing. Penelitian dilanjutkan dengan membangun kamus 

(dictionary), mengonversi teks menjadi representasi frekuensi kata (TF), dan menghitung Term 

Frequency-Inverse Document Frequency (TF-IDF). Gambar 4.8 baris kedua memperlihatkan 

fungsi Dictionary() dari modul corpora di Gensim berfungsi untuk membangun kamus 

(dictionary) dari posts. Dengan menggunakan kamus, pemrosesan teks seperti pemodelan topik 

dapat dilakukan dengan lebih efisien dan mudah karena tidak perlu lagi menggunakan seluruh 

teks asli, melainkan hanya menggunakan ID-ID yang telah diberikan oleh kamus, untuk 

implementasinya.  

# Build dictionary                (1) 
id2word = corpora.Dictionary(posts)           (2)  
                     (3) 
# Convert text to term frequency (TF) representation      (4) 
corpus_tf = [id2word.doc2bow(text) for text in posts]     (5) 
                     (6) 
# Compute Term Frequency-Inverse Document Frequency (TF-IDF)   (7) 
tfidf_model = models.TfidfModel(corpus_tf)         (8) 
corpus_tfidf = tfidf_model[corpus_tf]          (9) 

Gambar 4.8 Implementasi TF-IDF 

 

Setelah membangun dictionary, dilanjutkan menggunakan metode doc2bow() pada 

id2word untuk mengonversi setiap teks dalam posts menjadi representasi frekuensi kata (TF). 

Metode doc2bow() menghitung frekuensi setiap kata dalam teks dan mengembalikan 

representasi berupa daftar tupel (word_id, word_frequency) untuk setiap teks. Untuk 

implementasinya terdapat pada Gambar 4.8 di baris kelima. 
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Setelah berhasil menghitung frekuensi setiap kata dalam teks dilanjutkan menggunakan 

model TfidfModel dari Gensim untuk menghitung Term Frequency-Inverse Document 

Frequency (TF-IDF). Model TfidfModel menghitung skor TF-IDF untuk setiap kata dalam 

setiap teks dalam corpus_tf. Hasilnya disimpan dalam corpus_tfidf, yang merupakan 

representasi TF-IDF dari corpus_tf. Untuk implementasinya terlihat pada Gambar 4.8 di baris 

kedelapan dan sembilan.  

 

4.4 Hasil Topic Modeling  

Setelah melakukan pembobotan, selanjutnya dilakukan analisis dengan menggunakan 

topic modeling untuk melihat topik apa saja yang dibicarakan dalam suatu dokumen atau data 

yang diproleh. Metode LDA (Latent Dirichlet Allocation) yang digunakan pada topic modeling 

untuk penelitian ini, menggunakan coherence score dalam menentukan banyaknya model. 

Coherence score merupakan ukuran yang digunakan untuk mengevaluasi kualitas model topic 

modeling. Coherence score memberikan angka atau skor yang menggambarkan sejauh mana 

kata-kata yang terkait dengan topik tertentu saling berhubungan dan membentuk topik yang 

konsisten. Dalam topic modeling, model seperti LDA menghasilkan daftar kata-kata yang 

paling terkait dengan setiap topik yang diidentifikasi. Coherence score digunakan untuk 

mengukur kesesuaian dan keterkaitan kata-kata ini dalam konteks topik yang ditemukan. Pada 

Gambar 4.9 ditunjukkan implementasi untuk menghitung coherence score.  

# Compute coherence scores              (1) 
coherence_scores = []               (2) 
num_topics_range = range(1, 11)            (3) 
                     (4) 
#model storage – tambah               (5) 
model_list = []                 (6) 
                     (7) 
for num_topics in num_topics_range:           (8) 
    # Build LDA model               (9) 
    model = models.LdaModel(corpus_tfidf, id2word=id2word, 
num_topics=num_topics, random_state=0, iterations=100, passes=10)  (11) 
                        (12) 
    #save model to model_list – tambah          (13) 
    model_list.append(model)             (14) 
                        (15) 
    # Compute coherence score             (16) 
    coherence_model = CoherenceModel(model=model, texts=posts, 
dictionary=id2word, coherence='c_v')           (18) 
    coherence_score = coherence_model.get_coherence()     (19) 
    coherence_scores.append(coherence_score)        (20) 
                     (21) 
    # Print coherence score             (22) 
    print("Num Topics =", num_topics, " has Coherence Value of", 
round(coherence_score, 6))              (24) 
                     (25) 
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# Plot coherence scores               (26) 
plt.plot(num_topics_range, coherence_scores, marker='o')     (27) 
plt.xlabel("Number of Topics")            (28) 
plt.ylabel("Coherence Score")             (29) 
plt.title("Coherence Score vs. Number of Topics")       (30) 
plt.grid(True)                 (31) 
plt.show()                  (33) 

Gambar 4.9 implementasi untuk menghitung coherence score 

 

  Gambar 4.9 memperlihatkan implementasi menghitung skor kohesi dalam model LDA 

dengan variasi jumlah topik. Model LDA dibangun dengan menggunakan berbagai jumlah 

topik, skor kohesi dihitung, dan hasilnya disimpan dalam sebuah list. Setelah itu, dilakukan 

pembuatan grafik pada baris ke 27 hingga 33 untuk menampilkan hubungan antara jumlah 

topik dan skor kohesi. Grafik ini memberikan visualisasi yang mempermudah dalam 

menentukan jumlah topik yang paling optimal untuk model LDA. Grafik tersebut dapat dilihat 

pada Gambar 4.10. 

 

Gambar 4.10  Grafik Coherence Score kueri “penipuan” 

 

Pada Gambar 4.10 diperlihatkan visualisasi grafik Coherence Score yang mana nilai 

tertinggi tertuju pada topic ke-10. hal ini membuktikan jika jumlah topic yang terbentuk dari 

data terkait informasi penipuan di Twitter yang ada di Indonesia sebanyak 10 topic. Tabel 4.6 

menunjukkan coherence value yang dimiliki oleh data kueri “penipuan” yang didapat dari 

pengimplementasian pada Gambar 4.9 pada baris ke 23.  

 

Tabel 4.6 Coherence Value 

Num Topics Coherence Value 
1 0.374693 

2 0.510142 

3 0.529359 

4 0.525591 



31 

 

5 0.53427 

6 0.540489 

7 0.580536 

8 0.578676 

9 0.593499 

10 0.600753 
 

Dalam model topic modeling yang telah dilakukan, terdapat nilai coherence tertinggi 

sebesar 0.600753, dengan pengaturan jumlah topik sebanyak 10 dikarenakan nilai coherence 

yang didapat sudah mencapai hasil yang diinginkan. Nilai ini menunjukkan bahwa model 

tersebut memiliki tingkat keterkaitan yang lebih baik antara kata-kata dalam setiap topik yang 

dihasilkan. Berdasarkan hasil tersebut, dapat disimpulkan bahwa terdapat 10 topik yang 

membahas informasi penipuan (dalam bahasa Indonesia) yang ada di Twitter. Pada Gambar 

4.11 menunjukan implementasi dalam memvisualisasikan model LDA dengan topik terbaik 

berdasarkan skor kohesi tertinggi menggunakan library pyLDAvis. 

 

lda_display = pyLDAvis.gensim.prepare(highest_coherence_topic, 
corpus_tfidf, id2word, sort_topics=False) 
pyLDAvis.display(lda_display) 

Gambar 4.11 Implementasi Visualisasi model  LDA dari Tweet “penipuan” 

 

Visualisasi tersebut membantu dalam memahami hubungan antar kata dalam setiap topik. 

Melalui hasil LDA, dapat diketahui bahwa terdapat 10 topik yang telah diidentifikasi. 

Selanjutnya, dapat dilihat 30 kata dengan frekuensi tertinggi dalam masing-masing topik. 

Informasi tersebut terlihat pada Gambar 4.12 yang merupakan hasil implementasi dari Gambar 

4.11. 
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Gambar 4.12 Visualisasi LDA dari Tweet “penipuan” 

 

Pada visualisasi Gambar 4.12 terdapat barplot yang menampilkan frekuensi 30 kata yang 

sering muncul pada topic. Apabila pada visualisasi tersebut terdapat gelembung yang lebih 

besar maka gelembung tersebut menandakan bahwa topic tersebut paling banyak muncul atau 

dibicarakan oleh masyarakat di Twitter. Letak gelembung mengartikan keterkaitan antar topic, 

semakin dekat jarak maka keterkaitan antar topic semakin kuat/erat antar topic tersebut. Letak 

koordinat gelembung didasari dari nilai bobot yang dihitung. Apabila terdapat gelembung yang 

letaknya tersebar dan tidak beririsan maka tidak terdapat keterkaitan antar topic, begitu 

sebaliknya. Terlihat pada Gambar 4.12 memiliki gelembung yang bertabrakan sehingga dapat 

disimpulkan jika terdapat topic yang beririsan, dan topic yang beririsan yaitu: 

• Topic 2 beririsan dengan topic 4 dan 9 

• Topic 3 beririsan dengan topic 4, 5, 7, 8, dan 9 

• Topic 4 beririsan dengan topic 2, 3, 5, 7, 8, dan 9 

• Topic 5 beririsan dengan topic 3, 4, 7, 8 dan 9 

• Topic 7 beririsan dengan topic 3, 5, dan 9 

• Topic 8 beririsan dengan topic 3, 4, 5, dan 9 

• Topic 9 beririsan dengan topic 2, 3, 4, 5, 7, dan 8 
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Tabel 4.7 Principal Component (PC) 

Kuadran 1 Kuadran 2 Kuadran 3 Kuadran 4 

Topic 1 Topic 10 Topic 10 Irisan Topic 2 

Topic 6   Irisan Topic 3 

   Irisan Topic 4 

   Irisan Topic 5 

   Irisan Topic 7 

   Irisan Topic 8 

   Irisan Topic 9 

  

 Pada Gambar 4.12 menunjukkan gelembung yang tersebar pada empat Principal. 

Component (PC) seperti pada Tabel 4.7. Masing-masing kuadran memiliki topic sendiri yang 

di mana kuadran empat memiliki topic yang sama. Hal tersebut terlihat dari topic yang saling 

berisan terdapat pada topic-topic yang ada di dalam kuadran 4.  

 

 

 

 

Gambar 4.13  Visualisasi Topic-1 

 

 Kata yang muncul pada topic ke-1 terlihat pada Gambar 4.13. Kata-kata yang memiliki 

probabilitas tertinggi dan mewakilkan dari topic ke-1 yaitu: '0.006*"cs" + 0.003*"gojek" + 

0.003*"telfon" + 0.003*"telkomsel" + ''0.002*"harga" + 0.002*"mental" + 0.002*"tiket" + 
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0.002*"telpon" + ''0.002*"mandiri" + 0.002*"duit"'. Untuk nilai tertinggi terdapat pada 

keyword "cs", "gojek", "telfon" dan "telkomsel" 

 

Gambar 4.14 Visualisasi Topic-2 

 

Kata yang muncul pada topic ke-2 terlihat pada Gambar 4.14. Kata-kata yang memiliki 

probabilitas tertinggi dan mewakilkan dari topic ke-2 yaitu: '0.004*"fb" + 0.004*"online" + 

0.004*"film" + 0.003*"private" + 0.003*"ig" + ''0.003*"akun" + 0.003*"twiter" + 

0.002*"olshop" + 0.002*"order" + ''0.002*"uang"'. Untuk nilai tertinggi terdapat pada keyword 

"fb", "online", dan "film". 

 

Gambar 4.15 Visualisasi Topic-3 

 

Kata yang muncul pada topic ke-3 terlihat pada Gambar 4.15. Kata-kata yang memiliki 

probabilitas tertinggi dan mewakilkan dari topic ke-3 yaitu: '0.003*"negeri" + 0.003*"sender" 
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+ 0.002*"oknum" + 0.002*"nomer" + ''0.002*"bni" + 0.002*"temenya" + 0.002*"faker" + 

0.002*"ditransfer" + ''0.002*"berujung" + 0.002*"perbuatan"'. Untuk nilai tertinggi terdapat 

pada keyword "negeri" dan "sender". 

 

Gambar 4.16 Visualisasi Topic-4 

 

Kata yang muncul pada topic ke-4 terlihat pada Gambar 4.16. Kata-kata yang memiliki 

probabilitas tertinggi dan mewakilkan dari topic ke-4 yaitu: '0.012*"agama" + 

0.010*"berkedok" + 0.009*"ibadah" + 0.007*"online" + ''0.003*"donasinvestasi" + 

0.003*"shop" + 0.002*"nasabah" + 0.002*"tere" + ''0.002*"manifesto" + 0.002*"diambil"'. 

Untuk nilai tertinggi terdapat pada keyword "agama" dan "berkedok". 

 

Gambar 4.17 Visualisasi Topic-5 
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Kata yang muncul pada topic ke-5 terlihat pada Gambar 4.17. Kata-kata yang memiliki 

probabilitas tertinggi dan mewakilkan dari topic ke-5 yaitu: '0.010*"akun" + 0.004*"admin" + 

0.003*"syariah" + 0.002*"pemilu" + ''0.002*"pura" + 0.002*"politisi" + 0.002*"50k" + 

0.002*"jae" + ''0.002*"profesional" + 0.002*"sory"'. Untuk nilai tertinggi terdapat pada 

keyword “akun” dan “admin”. 

 

Gambar 4.18 Visualisasi Topic-6 

 

Kata yang muncul pada topic ke-6 terlihat pada Gambar 4.18. Kata-kata yang memiliki 

probabilitas tertinggi dan mewakilkan dari topic ke-6 yaitu: '0.004*"kode" + 0.003*"otp" + 

0.002*"atm" + 0.002*"akun" + 0.002*"pelaku" + ''0.002*"tokopedia" + 0.002*"uang" + 

0.002*"gojek" + 0.002*"customer" + ''0.002*"data"'. Untuk nilai tertinggi terdapat pada 

keyword “kode” dan “otp”. 

 

Gambar 4.19 Visualisasi Topic-7 
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Kata yang muncul pada topic ke-7 terlihat pada Gambar 4.19. Kata-kata yang memiliki 

probabilitas tertinggi dan mewakilkan dari topic ke-7 yaitu: '0.003*"akun" + 0.003*"shope" + 

0.003*"sempet" + 0.002*"dm" + 0.002*"uang" + ''0.002*"sindikat" + 0.002*"tiket" + 

0.002*"ampe" + 0.002*"cashback" + ''0.002*"diblokir"'. Untuk nilai tertinggi terdapat pada 

keyword “akun”, “dihipnotis”, “shope”, dan “sempet”. 

 

Gambar 4.20 Visualisasi Topic-8 

 

Kata yang muncul pada topic ke-8 terlihat pada Gambar 4.20. Kata-kata yang memiliki 

probabilitas tertinggi dan mewakilkan dari topic ke-8 yaitu: '0.005*"status" + 0.003*"driver" 

+ 0.002*"usaha" + 0.002*"jatuh" + ‘'0.002*"serius" + 0.002*"album" + 0.002*"jahanam" + 

0.002*"hadeh" + ''0.002*"beliau" + 0.002*"ojol" '. Dan untuk nilai tertinggi terdapat pada 

keyword “status” dan “driver”. 

 

Gambar 4.21 Visualisasi Topic-9 
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Kata yang muncul pada topic ke-9 terlihat pada Gambar 4.21. Kata-kata yang memiliki 

probabilitas tertinggi dan mewakilkan dari topic ke-9 yaitu: '0.005*"pembeli" + 0.005*"blokir" 

+ 0.004*"rek" + 0.004*"olshop" + ''0.003*"bank" + 0.003*"rekening" + 0.002*"akun" + 

0.002*"mending" + ''0.002*"puluhan" + 0.002*"trf"'. Dan untuk nilai tertinggi terdapat pada 

keyword “pembeli” dan “blokir”. 

 

Gambar 4.22 Visualisasi Topic-10 

 

Kata yang muncul pada topic ke-10 terlihat pada Gambar 4.22. Kata-kata yang memiliki 

probabilitas tertinggi dan mewakilkan dari topic ke-10 yaitu: '0.007*"uang" + 0.006*"seler" + 

0.005*"akun" + 0.005*"nomor" + 0.004*"pulsa" ''+ 0.004*"transfer" + 0.004*"ilegal" + 

0.004*"kompensasi" + 0.004*"gopay" + ''0.004*"duit"'. Dan untuk nilai tertinggi terdapat pada 

keyword “uang”, dan “seler”. 

Pada Tabel 4.8 akan diperlihatkan perbandingan setiap topic dan diurutkan berdasarkan 

topic yang memiliki nilai coherence paling tinggi. Selain itu, terdapat wordcloud yang 

ditunjukkan pada setiap topic menggunakan kode yang diimplementasikan pada Gambar 4.23. 

 

# Create word cloud for each topic 
for t in range(highest_coherence_topic.num_topics): 
    plt.figure(figsize=(7, 6)) 
    plt.imshow(WordCloud(max_font_size=50, 
min_font_size=6).fit_words(dict(model.show_topic(t, 200)))) 
    plt.axis("off") 
    plt.title("Topic #" + str(t)) 



39 

 
    plt.savefig("wcld-topic-#" + str(t) + ".png", facecolor='k', 
bbox_inches='tight') 
 
plt.show() 

Gambar 4.23 Implementasi wordcloud 

 

Tabel 4.8  Hasil Perbandingan 

Topic 

ke- 

Model Topic Kesimpulan 

1 '0.006*"cs" + 0.003*"gojek" + 

0.003*"telfon" + 0.003*"telkomsel" + 

''0.002*"harga" + 0.002*"mental" + 

0.002*"tiket" + 0.002*"telpon" + 

''0.002*"mandiri" + 0.002*"duit"' 

 

Sosial Berdasarkan analisis pada 

data, model ini mengenai 

penipu yang mengaku sebagai 

customer service (CS) dari 

perusahaan Gojek. Mereka 

berpura-pura bekerja sama 

dengan Telkomsel dan 

memberikan informasi palsu 

terkait harga dan penawaran 

khusus. Penipu tersebut 

menggunakan modus ini untuk 

mengelabui korban dan 

meminta transfer dana sebagai 

tiket masuk atau biaya lainnya.  

2 '0.004*"fb" + 0.004*"online" + 

0.004*"film" + 0.003*"private" + 

0.003*"ig" + ''0.003*"akun" + 

0.003*"twiter" + 0.002*"olshop" + 

0.002*"order" + ''0.002*"uang"' 

 

Platform 

Media Sosial 

Berdasarkan analisis pada 

data, model ini mengenai 

penipu yang menggunakan 

media sosial seperti Facebook 

(FB), Instagram (IG), dan 

Twitter untuk menjalankan 

bisnis olshop palsu. Mereka 

menawarkan film-film eksklusif 

secara online dengan harga 

murah dan mengklaim bahwa 

produk tersebut bersifat private. 
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Namun, setelah menerima 

pembayaran, penipu tersebut 

tidak mengirimkan barang yang 

dipesan. 

3 '0.003*"negeri" + 0.003*"sender" + 

0.002*"oknum" + 0.002*"nomer" + 

''0.002*"bni" + 0.002*"temenya" + 

0.002*"faker" + 0.002*"ditransfer" + 

''0.002*"berujung" + 0.002*"perbuatan"' 

 

Perbankan Berdasarkan analisis pada 

data, model ini mengenai 

penipu yang menghubungi 

korban dengan dalih berasal 

dari BNI dan mengaku sebagai 

teman korban. Penipu tersebut 

meminta transfer uang dengan 

janji palsu, namun transfer 

tersebut berujung pada 

perbuatan penipuan. 

4 '0.012*"agama" +0.010*"berkedok" + 

0.009*"ibadah" + 0.007*"online" + 

''0.003*"donasinvestasi" + 0.003*"shop" + 

0.002*"nasabah" + 0.002*"tere" + 

''0.002*"manifesto" + 0.002*"diambil"'. 

Dan untuk nilai tertinggi terdapat pada 

keyword "agama" dan "berkedok" 

 

Sosial Berdasarkan analisis pada 

data, model ini mengenai 

penipuan online yang dilakukan 

dengan berkedok kegiatan 

keagamaan atau ibadah. Para 

penipu menggunakan platform 

online untuk menipu orang 

dengan menawarkan investasi 

palsu atau toko online yang 

mengaku sebagai donasi untuk 

kegiatan agama 

5 '0.010*"akun" + 0.004*"admin" + 

0.003*"syariah" + 0.002*"pemilu" + 

''0.002*"pura" + 0.002*"politisi" + 

0.002*"50k" + 0.002*"jae" + 

''0.002*"profesional" + 0.002*"sory" 

Sosial Berdasarkan analisis pada 

data, model ini mengenai 

penipu yang mengaku sebagai 

admin akun syariah dan berjanji 

memberikan informasi politisi 

terkait pemilu. Mereka meminta 
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pengguna untuk mentransfer 

sejumlah uang 

6 '0.004*"kode" + 0.003*"otp" + 

0.002*"atm" + 0.002*"akun" + 

0.002*"pelaku" + ''0.002*"tokopedia" + 

0.002*"uang" + 0.002*"gojek" + 

0.002*"customer" + ''0.002*"data"' 

 

E-commerce Berdasarkan analisis pada 

data, model ini mengenai 

penipu yang menggunakan 

berbagai modus operandi, 

termasuk meminta korban untuk 

memberikan kode OTP mereka 

melalui telepon atau pesan. 

Mereka juga berusaha 

mendapatkan akses ke akun dan 

data pribadi korban dengan 

mengaku sebagai pelaku dari 

platform seperti Tokopedia atau 

Gojek.  

7 ‘0.003*”akun” + 0.003*”shope” + 

0.003*”sempet” + 0.002*”dm” + 

0.002*”uang” + ‘’0.002*”sindikat” + 

0.002*”tiket” + 0.002*”sampai” + 

0.002*”cashback” + ‘’0.002*”diblokir”’ 

 

E-commerce Berdasarkan analisis pada 

data, model ini mengenai 

penipu yang menggunakan akun 

palsu di Shopee untuk 

mengirimkan pesan langsung 

(DM) kepada pembeli. Mereka 

mengklaim sebagai anggota 

sindikat dan menawarkan tiket 

dengan janji cashback. 

8 '0.005*"status" + 0.003*"driver" + 

0.002*"usaha" + 0.002*"jatuh" + 

‘'0.002*"serius" + 0.002*"album" + 

0.002*"jahanam" + 0.002*"hadeh" + 

''0.002*"beliau" + 0.002*"ojol"' 

Sosial Berdasarkan analisis pada 

data, model ini mengenai 

penipu yang menggunakan 

status palsu sebagai driver ojek 

online (ojol) untuk mengelabui 

pengguna. Mereka mengaku 
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serius dalam usaha mereka dan 

menawarkan album eksklusif 

dengan harga yang menarik. 

Namun, setelah pembayaran 

dilakukan, pengguna 

menemukan bahwa produk 

yang mereka beli adalah palsu 

dan kualitasnya sangat buruk. 

9 '0.005*"pembeli" + 0.005*"blokir" + 

0.004*"rek" + 0.004*"olshop" + 

''0.003*"bank" + 0.003*"rekening" + 

0.002*"akun" + 0.002*"mending" + 

''0.002*"puluhan" + 0.002*"trf"' 

 

E-commerce Berdasarkan analisis pada 

data, model ini mengenai 

penipu yang menggunakan akun 

olshop palsu untuk menipu 

pembeli dengan mengaku 

memiliki rekening bank yang 

diblokir. Mereka meminta 

pembeli untuk mentransfer 

puluhan juta rupiah ke rekening 

mereka sebagai langkah 

pemulihan. 

10 '0.007*"uang" + 0.006*"seler" + 

0.005*"akun" + 0.005*"nomor" + 

0.004*"pulsa" ''+ 0.004*"transfer" + 

0.004*"ilegal" + 0.004*"kompensasi" + 

0.004*"gopay" + ''0.004*"duit"'

 

Sosial Berdasarkan analisis pada 

data, model ini mengenai 

penipuan yang menggunakan 

akun palsu untuk menipu orang 

dengan mengklaim memberikan 

kompensasi ilegal melalui 

transfer uang atau pulsa atau 

dana tambahan melalui layanan 

seperti GoPay.  

 

Setiap model menggambarkan setiap topic. dari topic di atas. Pada topic di atas terdapat 

beberapa kata yang sama namun berbeda nilai probabilitasnya. Seperti pada model topic 2, 4, 

5, 6, 7, 9, dan 10 memiliki kata “akun” dengan nilai probabilitas berbeda-beda. Urutan 

berdasarkan pentingnya setiap topic terhadap corpus. Hal tersebut dapat dilihat dari Tabel 4.8 
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yang diurutkan berdasarkan nilai marginal topic yang diperoleh, seperti topic-10 yang 

memiliki marginal topic sebesar 15,5% yang berisi topik sosial, topic-6 sebesar 10.7% yang 

berisi topik e-commerce, topic-1 sebesar 10.5% yang berisi topik sosial, topic-2 sebesar 10.2% 

yang berisi topik platform media sosial, topic-7 sebesar 9.8% yang berisi topik e-commerce, 

topic-9 sebesar 9.1% yang berisi topik e-commerce, topic-4 sebesar 9% yang berisi topik sosial, 

topic-5 sebesar 8.9% yang berisi topik sosial, topic-3 sebesar 8.3% yang berisi topik perbankan 

dan topic 8 sebesar 8% yang berisi topik sosial. 

 

4.5 Iterasi 2 

Pada iterasi ini, peneliti juga menambahkan percobaan menggunakan data baru yang 

digabung dari hasil data scraping yang dilakukan yang telah dijelaskan pada bab 4.1. Adanya 

percobaan ini untuk melihat bagaimana hasil akhir yang akan didapat dengan dataset yang lebih 

besar dari dataset sebelumnya. Dalam percobaan ini memiliki tahapan yang sama dengan 

percobaan yang telah dilakukan sebelumnya. Masih menggunakan teknik data scraping yang 

sama dengan perintah menggunakan keyword “penipuan” dengan rentang waktu selama tahun 

2022. Data memiliki perbedaan pada jumlah tweet yang berhasil didapat. Gambar 4.24 

memperlihatkan contoh data yang didapat.  

 

Gambar 4.24 Dataset terbaru 

 

 Untuk meningkatkan keefektifan penelitian, peneliti menggabungkan kedua file 

menjadi satu, kemudian melakukan penghapusan data duplikat sebelum mengolahnya dan 

melihat hasilnya. Pada Gambar 4.25 menunjukkan implementasi penggabungan kedua file 

sehingga menghasilkan 18.882 data tweet yang akan diolah dari dataset pertama yang 

berjumlah 7.406 dan dataset kedua yang berjumlah 11.580. 
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def gabungkan_file_csv(file1, file2, file_tujuan): 
    with open(file1, 'r', newline='') as f1: 
        reader = csv.reader(f1) 
        data1 = list(reader) 
    
    with open(file2, 'r', newline='') as f2: 
        reader = csv.reader(f2) 
        data2 = list(reader) 
 
    data_gabungan = data1 + data2  
 
    with open(file_tujuan, 'w', newline='') as ft: 
        writer = csv.writer(ft) 
        writer.writerows(data_gabungan) 
 
gabungkan_file_csv('s1922.csv', 'pn22.csv', 'gab.csv') 

Gambar 4.25 Implementasi Menggabungkan dua file 

 

 

Gambar 4.26 Dataset Gabungan 

 

Untuk mengelola data gabungan terbaru dengan data lama memiliki persamaan proses, 

seperti terdapat preprocessing di dalamnya, yang membedakan hanyalah isi dari stopwords 

yang digunakan. Pada percobaan kedua ini, stopwords yang digunakan terdapat pada link 

berikut https://drive.google.com/drive/folders/1aWQWa2mr6xvXL7FYeXkugxdpf-

xwPRe0?usp=share_link. Terdapat 3785 kata stopwords setelah dilakukannya pengujian 

model sebanyak 4 kali dari stopwords awal yang memiliki nilai 1637 kata. Penulis 

menambahkan beberapa kata seperti “ampun”, “bgst”, “dendam”, “kerana” dan lain sebagainya 
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yang penulis telah lampirkan pada bab lampiran. Dilakukannya pengujian model berulang 

dengan menambahkan kata pada stopwords untuk mendapatkan hasil yang maksimal dalam 

melakukan pemodelan topik. Berikut hasil dari percobaan kedua ini: 

 

Gambar 4.27  Visualisasi grafik Coherence Score 

 

Pada Gambar 4.27 memperlihatkan visualisasi grafik Coherence Score dan menunjukkan 

nilai tertinggi tertuju pada topic ke-9. Hal ini membuktikan jika jumlah topic yang terbentuk 

dari data terkait informasi penipuan di Twitter yang ada di Indonesia sebanyak 9 topic. Tabel 

4.9 menunjukkan coherence value yang dimiliki oleh data kueri “penipuan”.  

 

Tabel 4.9 Coherence Value 

Num Topics Coherence Value 
1 0.394667 

2 0.438007 

3 0.485645 

4 0.495067 

5 0.496068 

6 0.534461 

7 0.559942 

8 0.532523 

9 0.587142 
10 0.576502 

 

Dalam model topic modeling yang telah dilakukan, terdapat nilai coherence tertinggi 

sebesar 0.587142 yang terkait dengan pengaturan jumlah topik sebanyak 9. Nilai ini 

menunjukkan bahwa model tersebut memiliki tingkat keterkaitan yang lebih baik antara kata-
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kata dalam setiap topik yang dihasilkan. Berdasarkan hasil tersebut, dapat disimpulkan bahwa 

terdapat 9 topik yang membahas informasi penipuan yang ada pada Twitter di Indonesia. 

Selanjutnya dilakukan analisis menggunakan LDA dengan melihat visualisasi tools 

pyLDAvis dan melihat keterkaitan antar kata suatu topic. Hasil LDA membuktikan jika pada 

9 topic tersebut memiliki 30 most term sebagaimana pada Gambar 4.28. 

 

Gambar 4.28 Visualisasi LDA dari Tweet “penipuan” 

 

Pada visualisasi Gambar 4.28 terdapat barplot yang menampilkan frekuensi 30 kata yang 

sering muncul pada topic. Seperti yang telah dijelaskan sebelumnya, Gelembung besar 

menandakan topik yang paling populer di Twitter, sementara jarak dan tumpang tindih 

gelembung menunjukkan tingkat keterkaitan antar topik. Terlihat pada Gambar 4.28 memiliki 

gelembung yang bertabrakan sehingga dapat disimpulkan jika terdapat topic yang beririsan, 

yaitu: 

• Topic 1 beririsan dengan topic 2, 4, 5, 7, 8, dan 9 

• Topic 2 beririsan dengan topic 1, 4, 5, 7, 8 dan 9 

• Topic 4 beririsan dengan topic 1, 2, 5, 7, 8, dan 9 

• Topic 5 beririsan dengan topic 1, 2, 4, 7, 8, dan 9 

• Topic 7 beririsan dengan topic 1, 2, 4, 5, 8, dan 9 

• Topic 8 beririsan dengan topic 1, 2, 4, 5, 7, dan 9 

• Topic 9 beririsan dengan topic 1, 2, 4, 5, 7, dan 8 

Tabel 4.10 Principal Component (PC) 

Kuadran 1 Kuadran 2 Kuadran 3 Kuadran 4 

Topic 3 Topic 3 Topic 6 Irisan Topic 1 

   Irisan Topic 2 



47 

 

   Irisan Topic 4 

   Irisan Topic 5 

   Irisan Topic 7 

   Irisan Topic 8 

   Irisan Topic 9 

  

 Pada Gambar 4.28 menunjukkan gelembung yang tersebar pada empat Principal 

Component (PC) sebagaimana ditunjukkan pada pada Tabel 4.10. Masing-masing kuadran 

memiliki topic sendiri yang mana kuadran dua memiliki topic yang sama. Hal tersebut terlihat 

dari topic yang saling beririsan.  

 

Gambar 4.29 Visualisasi Topic-1 

 

 Kata yang muncul pada topic ke-1 terlihat pada Gambar 4.29.Dan kata-kata yang memiliki 

probabilitas tertinggi dan mewakilkan dari topic ke-1 yaitu '0.015*"polisi" + 0.012*"ibadah" + 

0.011*"olshop" + 0.005*"jokowi" + ''0.004*"donasinvestasi" + 0.004*"ig" + 0.003*"rupiah" + 

0.003*"online" + “0.003*"teliti" + 0.003*"cm"'. Untuk nilai tertinggi terdapat pada keyword 

"polisi" dan "ibadah". 
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Gambar 4.30 Visualisasi Topic-2 

 

Kata yang muncul pada topic ke-2 terlihat pada Gambar 4.30. Dan kata-kata yang memiliki 

probabilitas tertinggi dan mewakilkan dari topic ke-2 yaitu : '0.018*"modus" + 0.005*"telpon" 

+ 0.005*"video" + 0.004*"ktp" + ''0.004*"penjara" + 0.004*"auto" + 0.003*"sistem" + 

0.003*"kabar" + ''0.002*"pesen" + 0.002*"kerugian"'. Untuk nilai tertinggi terdapat pada 

keyword "modus". 

 

Gambar 4.31 Visualisasi Topic-3 

 

Kata yang muncul pada topic ke-3 terlihat pada Gambar 4.31. Dan kata-kata yang memiliki 

probabilitas tertinggi dan mewakilkan dari topic ke-3 yaitu ‘0.026*"akun" + 0.019*"kode" + 

0.019*"otp" + 0.017*"bank" + 0.012*"mandiri" ''+ 0.011*"modus" + 0.011*"data" + 

0.008*"atm" + 0.008*"blokir" + ''0.008*"resmi"''. Untuk nilai tertinggi terdapat pada keyword 

"akun" dan "kode". 
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Gambar 4.32 Visualisasi Topic-4 

 

Kata yang muncul pada topic ke-4 terlihat pada Gambar 4.32. Dan kata-kata yang memiliki 

probabilitas tertinggi dan mewakilkan dari topic ke-4 yaitu : '0.009*"publik" + 0.005*"twiter" 

+ 0.003*"ojk" + 0.003*"produk" + ''0.003*"joki" + 0.003*"membeli" + 0.003*"jenius" + 

0.003*"telp" + ''0.002*"dibantu" + 0.002*"kerahasian"''. Untuk nilai tertinggi terdapat pada 

keyword "publik" dan "twiter". 

 

Gambar 4.33 Visualisasi Topic-5 

 

Kata yang muncul pada topic ke-5 terlihat pada Gambar 4.33. Dan kata-kata yang memiliki 

probabilitas tertinggi dan mewakilkan dari topic ke-5 yaitu : '0.006*"online" + 0.006*"fb" + 

0.005*"barang" + 0.004*"bayar" + ''0.004*"hukum" + 0.004*"prabowo" + 0.003*"scam" + 
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0.003*"pinjol" + ''0.003*"pasal" + 0.003*"surat"'. Untuk nilai tertinggi terdapat pada keyword 

“online” dan “fb”. 

 

Gambar 4. 34 Visualisasi Topic-6 

 

Kata yang muncul pada topic ke-6 terlihat pada Gambar 4.34. Dan kata-kata yang memiliki 

probabilitas tertinggi dan mewakilkan dari topic ke-6 yaitu : '0.006*"gojek" + 0.005*"penjual" 

+ 0.005*"film" + 0.004*"gopay" + ''0.004*"saldo" + 0.004*"akun" + 0.003*"refund" + 

0.003*"politik" + “0.003*"usaha" + 0.003*"kantor"'. Untuk nilai tertinggi terdapat pada 

keyword “gojek”, “penjual”, dan “film”. 

 

Gambar 4.35 Visualisasi Topic-7 

 

Kata yang muncul pada topic ke-7 terlihat pada Gambar 4.35. Dan kata-kata yang memiliki 

probabilitas tertinggi dan mewakilkan dari topic ke-7 yaitu '0.006*"shope" + 0.006*"status" + 

0.004*"dm" + 0.004*"online" + 0.004*"doni” + 0.003*"negeri" + 0.003*"salmanan" + 
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0.003*"akun" + 0.003*"kurir" + ''0.002*"cukai"'. Untuk nilai tertinggi terdapat pada keyword  

“shope”, dan “status”. 

 

Gambar 4.36 Visualisasi Topic-8 

 

Kata yang muncul pada topic ke-8 terlihat pada Gambar 4.36. Dan kata-kata yang memiliki 

probabilitas tertinggi dan mewakilkan dari topic ke-8 yaitu : '0.008*"tiket" + 0.006*"dana" + 

0.005*"pembeli" + 0.005*"bri" + ''0.003*"konser" + 0.003*"trf" + 0.003*"kpop" + 

0.003*"saran" + ''0.003*"rekeningnya" + 0.003*"mahasiswa"'. Untuk nilai tertinggi terdapat 

pada keyword “tiket” dan “dana”. 

 

Gambar 4. 37 Visualisasi Topic-9 

 

Kata yang muncul pada topic ke-9 terlihat pada Gambar 4.37. Dan kata-kata yang memiliki 

probabilitas tertinggi dan mewakilkan dari topic ke-9 yaitu : '0.006*"ilegal" + 

0.006*"kompensasi" + 0.006*"transfer" + 0.005*"investasi" ''+ 0.005*"kaesang" + 
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0.005*"telkomsel" + 0.004*"jual" + 0.003*"syariah" + ''0.003*"ditelfon" + 0.003*"transaksi"'. 

Dan untuk nilai tertinggi terdapat pada keyword “ilegal” “kompensasi” dan “transfer”. 

 

Tabel 4.11 Hasil Perbandingan 

Topic 

ke- 

Model Topic Kesimpulan 

1 '0.015*"polisi" + 0.012*"ibadah" + 

0.011*"olshop" + 0.005*"jokowi" + 

''0.004*"donasinvestasi" + 0.004*"ig" + 

0.003*"rupiah" + 0.003*"online" + 

“0.003*"teliti" + 0.003*"cm"' 

 

Sosial Berdasarkan analisis pada 

data, model ini mengenai 

penipu yang menggunakan 

akun olshop di Instagram (IG) 

dengan modus penipuan donasi 

dan investasi palsu. 

2 '0.018*"modus" + 0.005*"telpon" + 

0.005*"video" + 0.004*"ktp" + 

''0.004*"penjara" + 0.004*"auto" + 

0.003*"sistem" + 0.003*"kabar" + 

''0.002*"pesen" + 0.002*"kerugian" 

 

Sosial Berdasarkan analisis pada 

data, model ini mengenai 

modus yang umum seperti 

menelepon korban dan 

mengancam akan 

mengungkapkan video atau 

menggunakan informasi KTP 

mereka jika tidak memberikan 

uang. 

3 ‘0.026*"akun" + 0.019*"kode" + 

0.019*"otp" + 0.017*"bank" + 

0.012*"mandiri" ''+ 0.011*"modus" + 

0.011*"data" + 0.008*"atm" + 

0.008*"blokir" + ''0.008*"resmi" 

Perbankan Berdasarkan analisis pada 

data, model ini mengenai 

orang-orang yang menjadi 

korban penipuan melalui 

modus yang melibatkan akun 

bank. Pelaku penipuan ini 

meminta kode OTP dari korban 
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untuk mengakses data bank 

mereka, terutama pada akun 

Mandiri. Salah satu taktik 

penipuan yang umum adalah 

dengan mengancam akan 

melakukan pemblokiran akun 

jika tidak segera direspon. 

4 '0.009*"publik" + 0.005*"twiter" + 

0.003*"ojk" + 0.003*"produk" + 

''0.003*"joki" + 0.003*"membeli" + 

0.003*"jenius" + 0.003*"telp" + 

''0.002*"dibantu" + 0. 002*"kerahasian"' 

 

Platform 

Media Sosial 

Berdasarkan analisis pada 

data, model ini mengenai 

penipu yang menggunakan 

akun Twitter untuk menipu 

publik dengan mengklaim 

sebagai joki yang membantu 

dalam pembelian produk. 

Mereka mengaku bekerja sama 

dengan Jenius dan meminta 

informasi sensitif melalui 

panggilan telepon, dengan dalih 

untuk membantu menjaga 

kerahasiaan. 

5 '0.006*"online" + 0.006*"fb" + 

0.005*"barang" + 0.004*"bayar" + 

''0.004*"hukum" + 0.004*"prabowo" + 

0.003*"scam" + 0.003*"pinjol" + 

''0.003*"pasal" + 0.003*"surat"' 

 

Platform 

Media Sosial 

Berdasarkan analisis pada 

data, model ini mengenai 

orang-orang yang menjadi 

korban penipuan dalam 

transaksi online, terutama 

melalui Facebook (FB). 

Penipuan tersebut terjadi ketika 

orang-orang membeli barang 

tetapi tidak menerima barang 

yang dibayarkan. Ataupun ada 

yang menyangkut pada 

pinjaman online (pinjol). 
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6 '0.006*"gojek" + 0.005*"penjual" + 

0.005*"film" + 0.004*"gopay" + 

''0.004*"saldo" + 0.004*"akun" + 

0.003*"refund" + 0.003*"politik" + 

“0.003*"usaha" + 0.003*"kantor" 

 

E-commerce Berdasarkan analisis pada 

data, model ini mengenai 

penipu yang menggunakan 

akun penjual di Gojek untuk 

menawarkan film-film palsu 

dengan iming-iming 

menggunakan saldo GoPay. 

Mereka mengelabui pelanggan 

dengan janji pengembalian 

dana (refund) dan menyebarkan 

konten politik yang tidak benar. 

Penipuan semacam ini sering 

kali beroperasi dari kantor yang 

tidak terverifikasi. 

7 '0.006*"shope" + 0.006*"status" + 

0.004*"dm" + 0.004*"online" + 

0.004*"doni” + 0.003*"negeri" + 

0.003*"salmanan" + 0.003*"akun" + 

0.003*"kurir" + ''0.002*"cukai"' 

 

E-commerce Berdasarkan analisis pada 

data, model ini mengenai 

penipuan mengatasnamakan 

shoppe melalui dm dan doni 

salmanan yang banyak 

merugikan orang karena telah 

menipu banyak orang. 

8 '0.008*"tiket" + 0.006*"dana" + 

0.005*"pembeli" + 0.005*"bri" + 

''0.003*"konser" + 0.003*"trf" + 

0.003*"kpop" + 0.003*"saran" + 

''0.003*"rekeningnya" + 

0.003*"mahasiswa" 

Perbankan Berdasarkan analisis pada 

data, model ini mengenai 

pembeli tiket konser K-pop 

menjadi korban penipuan 

terkait transfer dana melalui 

rekening BRI. Para penipu 

tersebut sering kali mengaku 

sebagai mahasiswa yang 

memberikan saran kepada 

korban untuk mentransfer dana 
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'  

ke rekening mereka. Namun, 

setelah pembayaran dilakukan, 

tiket konser tidak pernah 

dikirimkan. 

9 '0.006*"ilegal" + 0.006*"kompensasi" 

+ 0.006*"transfer" + 0.005*"investasi" ''+ 

0.005*"kaesang" + 0.005*"telkomsel" + 

0.004*"jual" + 0.003*"syariah" + 

''0.003*"ditelfon" + 0.003*"transaksi"'. 

 

Sosial Berdasarkan analisis pada 

data, model ini mengenai 

korban penipuan terkait 

investasi illegal berkedok 

syariah yang menjanjikan 

kompensasi besar. Modus 

penipuan ini melibatkan 

transfer dana dari para korban 

dengan harapan mendapatkan 

pengembalian investasi. 

 

Setiap model menggambarkan setiap topic. Berdasarkan topic di atas terdapat beberapa 

kata yang sama namun berbeda nilai probabilitasnya. Urutan berdasarkan pentingnya setiap 

topic terhadap corpus hal tersebut terlihat pada Tabel 4.11 yang menunjukkan berdasarkan 

urutannya, seperti topic-3 yang memiliki marginal topic sebesar 15, 1% yang berisi topik 

perbankan, topic-7 sebesar 12.4% yang berisi topik e-commerce, topic-6 sebesar 12.2% yang 

berisi topik e-commerce, topic-5 sebesar 11.7% yang berisi topik platform media sosial, topic-

9 sebesar 10.4% yang berisi topik sosial, topic-2 sebesar 10.3% yang berisi topik sosial, topic-

8 sebesar 9,8% yang berisi topik perbankan, topic-4 sebesar 9.3% yang berisi topik platform 

media sosial, dan topic-1 sebesar 8.8% yang berisi topik sosial.    
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BAB V 

PENUTUP 

 

5.1 Kesimpulan 

 

  Bagian ini akan merangkum kesimpulan yang diperoleh dari penelitian ini 

berdasarkan hasil analisis proses, algoritma, dan implementasi sistem yang telah 

dikembangkan. Selain itu, saran akan diberikan untuk mencatat dan memperbaiki aspek 

yang perlu ditingkatkan dalam penelitian ini di masa mendatang. 

 

a. Pengimplementasian metode Latent Dirichlet Allocation (LDA) pada penelitian 

dimulai dengan melakukan pengumpulan data, lalu dilanjutkan dengan preprocessing, 

melakukan pembobotan menggunakan TF-IDF, dan data siap dikelola menggunakan 

metode LDA. Dihasilkan 10 model dengan nilai koheren sebesar 0.600753 pada iterasi 

pertama dan pada iterasi kedua dihasilkan 9 model dengan nilai koheren sebesar 

0.587142. Dilakukan percobaan kedua untuk melihat hasil pemodelan topik yang 

dilakukan dengan dataset yang lebih besar. 

b. Topik yang dimodelkan dari data Twitter selama kurun waktu 2019 hingga 2022 pada 

iterasi 1 yaitu 10 topik dan berisi 5 topik sosial, 3 topik e-commerce, 1 topik perbankan 

dan 1 topik platform media sosial. Sedangkan pada iterasi 2 yaitu terdapat 9 topik dan 

berisi 3 topik sosial, 2 topik e-commerce, 2 topik perbankan dan 2 topik platform media 

sosial. 

 

5.2 Saran 

  Berdasarkan analisis mendalam yang dilakukan terhadap hasil dan pembahasan yang 

diperoleh dari penelitian ini, serta kesimpulan yang telah ditarik, disarankan untuk menerapkan 

strategi yang lebih proaktif dalam memperoleh hasil yang maksimal. Salah satu langkah yang 

dapat dilakukan adalah menambahkan dan memilih kata dari daftar stopwords. Dengan 

mengidentifikasi kata-kata yang kurang relevan sebagai stopwords, dapat membantu 

menganalisis hasil penelitian dengan lebih baik. Salah satu cara untuk melakukan ini yaitu 

dengan mempelajari daftar stopwords yang digunakan dan menambahkannya dengan kata-kata 

yang lebih spesifik dan sesuai konteks. Hal ini akan membantu memperbaiki kualitas analisis 

yang dilakukan dalam penelitian ini.
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